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Gint a body meet a body
Flyin’ through the air.
Gin a body hit a body,

Will it fly? And where?
Ilka® impact has its measure,
Ne’er® a ane* hae® 1,

Yet a® the lads they measure me,
Or, at least, they try.
“Rigid Body Sings”’

James Clerk Maxwell

If 2Every >Never %one °®have ®all "Fragmento de la parodia realizada por el fisico James
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RESUMEN

En el drea de la fisica, las aplicaciones de nuevas herramientas computacionales
ha permitido un gran avance en las investigaciones cientificas, y este es el caso de la
fisica de materiales, en donde las simulaciones computacionales han tenido un papel
central desde hace décadas, siendo hoy una parte integral del area. Esto no solamente
ha provisto los medios para realizar complejos experimentos cientificos, sino también
ha permitido obtener resultados en forma cada vez mas eficiente.

En este seminario se presenta un método computacional para obtener informacién
sobre el desenlace de simulaciones de colisiones de granos porosos antes de que las
mismas finalicen. Utilizando un sistema de aprendizaje automatico se busca ahorrar
tiempo real de simulacién mediante la implementacion de algoritmos supervisados, los
cuales “aprenden” a categorizar las particulas constituyentes de una simulacion. Se
propuso primeramente etiquetar ciertos datos de entrenamiento de forma automaética,
haciendo uso de algoritmos de aprendizaje no supervisado més una regla heuristica
para definir un tiempo de finalizacion. Seguidamente, se entrend a los algoritmos de
aprendizaje supervisado mediante estos datos etiquetados y se evalud su capacidad
de generalizar las predicciones obtenidas del aprendizaje al categorizar el desenlace
de las colisiones en nuevas simulaciones.

Con la metodologia aqui propuesta se logra predecir el desenlace de 35 simulaciones
de distintos pardmetros generales y tamanos (con un 95% de aciertos en cada una)
ahorrando un 73.3% del tiempo total que tomaria ejecutarlas hasta el tiempo de

finalizacion.



1. INTRODUCCION

El desarrollo de nuevas tecnologias y el surgimiento de una vasta cantidad de he-
rramientas computacionales en estas ultimas décadas han permitido la exploracién
de areas del conocimiento nunca antes accedidas. En especial, las dreas cientificas se
han visto altamente beneficiadas por la implementacion de estas técnicas. Gracias
a los experimentos computacionales, se han podido reforzar teorias y experimentos,
obtener resultados de sistemas impracticables en un laboratorio, y abrir nuevas lineas
de investigacion sin precedentes, entre muchas otras cosas. Ademas, ha sido posible el
procesamiento de datos cientificos mediante programas computacionales de visualiza-
cion de datos, generadores de gréaficos, de analisis estadisticos por medio de lenguajes
de programacion, entre otros ejemplos. Esto permite no solamente que la herramienta
computacional provea los medios para realizar un experimento cientifico, sino también
un analisis y posible mejora de los resultados obtenidos.

Un ejemplo de este tipo de herramientas es el Aprendizaje Automatico, un area en
las Ciencias de la Computacién con diversas aplicaciones, entre ellas el area de la fisica
de materiales, y especificamente en el contexto de simulaciones numéricas. El éxito
del Aprendizaje automatico no solo se refleja en recientes publicaciones cientificas con
aplicaciones concretas [1-3], sino también en el surgimiento de distintas iniciativas
en varios lugares del mundo, de caracter institucional o privado, centradas en la
utilizacién de este tipo de algoritmos para acelerar y mejorar el estudio de materiales?
234 [4]

El presente seminario presenta resultados situados precisamente en la interseccion

del Aprendizaje Automaético y de una parte del ambito de la fisica de los materiales: se

'https://www.mgi.gov/ 2https://citrine.io/research/open-citrination-platform/
3https://nomad-coe.eu/ “*https://www.nature.com/articles/d41586-019-00885-5



busca mejorar la eficiencia de simulaciones numéricas de fisica de materiales mediante

algoritmos de aprendizaje.

1.1 Antecedentes de la propuesta fisica

En las ultimas décadas, el estudio tedrico de la fisica de materiales se ha visto be-
neficiado gracias a la realizacion de simulaciones computacionales de sistemas fisicos.
Por ejemplo, se han estudiado impactos de proyectiles sobre materiales a diversas esca-
las y tamanos, siendo factible simular no sélo cuerpos grandes (escalas centimétricas)
tratados como un continuo, sino también interacciones de cada una de las particulas
constituyentes de los cuerpos simulados (escalas micro y sub-micrométricas).

La posibilidad de simular colisiones mediante una computadora permitio el estudio
de diversos materiales de impactos, como por ejemplo blancos granulares donde los
tamanos de granos son lo suficientemente grandes para despreciar las fuerzas cohesivas
entre ellos [5-8]. También ha sido factible simular impactos de materiales cohesivos
al tomar en cuenta la complejidad de las interacciones fisicas entre los granos que
lo constituyen, principalmente gobernadas por fuerzas de cohesiéon (Van der Waals),
fuerzas elasticas y fuerzas de friccién (de deslizamiento, de rodadura y de torsién).
Estas interacciones han sido formuladas y teorizadas por Dominik y Tielens [9].

Con la mira en aplicaciones de astrofisica, se publicaron diversos trabajos de codi-
gos computacionales para simulaciones de materiales porosos cohesivos teniendo en
cuenta los detalles de interaccion mencionados, por ejemplo el de Paszun y Domi-
nik [10] o Wada et al. [11-14], entre otros. La desventaja de tener en cuenta todas
las interacciones entre los granos constituyentes es la alta demanda computacional
de calculo, y por ende estos trabajos estuvieron limitados a sistemas de unos pocos
miles de ellos, lejos de situaciones realistas.

Un cédigo computacional mas eficiente y con un modelo mejorado de friccion fue

propuesto por Ringl et al. [15], quienes utilizando el software LAMMPS?®, lograron

Shttps://lammps.sandia.gov/



simular del orden de ~ 10% particulas en un solo procesador con las consideraciones
fisicas basicas. Para modelar los clusters, emplearon una estrategia de simulacion ya
ampliamente utilizada para simular colisiones granulares: Dinamica Molecular (MD).
La base de MD es resolver las ecuaciones de movimiento de Newton para un conjunto
de particulas que interactian a través de un campo de fuerza. Este método tiene
la ventaja de permitir incorporar las propiedades complejas de las interacciones del
polvo. Gracias a este trabajo y a la publicacién del cédigo utilizado por los autores, se
facilito el estudio y la exploracién de nuevas configuraciones de colisiones de materiales
pPOrosos.

El equipo de investigacién de Astrofisica e Impactos de Clusters de SiMAF (Si-
mulaciones en Materiales de Astrofisica y Fisica) radicado en la ciudad de Mendo-
za, Argentina, dependiente de la Universidad de Mendoza, ha tomado esta linea de
investigacion, también colaborando con los autores del trabajo citado [15]. Las in-
vestigaciones se concentran en el estudio de impactos sobre materiales granulares o
de particulas de polvo (también llamados granos, clusters o aglomerados) formados
por granos mas pequenos de silica o Si0Os, a escalas micrométricas. En astrofisica,
comprender el mecanismo fisico subyacente en estas escalas resulta ser fundamental
cuando, por ejemplo, se trata de explicar la formacion nuevos cuerpos planetarios. La
colision entre particulas de polvo deviene en un crecimiento por aglomeracion entre las
particulas o en una fragmentacion de las mismas. En los anillos protoplanetarios, el
aumento de tamano de granos mediante agregacion de particulas colisionantes sugiere
a este fendmeno como uno de los pasos iniciales de la formacién de planetas [16,17].

El equipo de SiMAF ha realizado estudios en impactos de esferas sélidas so-
bre lechos granulares porosos (formacién de crateres), eyeccién de material [18], y
fenémenos de compactacion y fragmentacién de granos porosos del mismo tamano
con distintos pardmetros de impacto [19]. Ademds de estudios estructurales también
se analizaron las consecuencias sobre la formacion de crateres en lechos granulares po-
rosos al variar parametros generales como la velocidad inicial y tamano del proyectil

colisionante, siendo este también de un material granular [20].



En trabajos como el citado [19] se han analizado colisiones entre granos de mis-
ma masa (simétricos). Sin embargo, en una situacién mas realista, las colisiones son
asimétricas en el sentido de poseer los aglomerados distinta masa y tamano [21]. Los
modelos actuales estiman la tasa de fragmentacion critica de granos con estas carac-
teristicas en el orden de 1 — 10" [22-24], y en ninguno de estos trabajos se discute la
dependencia del desenlace de la colisién (fragmentacion o aglomeracién) con respecto
a la porosidad de los colisionantes.

Recientemente el equipo de SiMAF ha presentado un trabajo a publicar [25] en
donde se exploran colisiones asimétricas con velocidades de proyectil pequenas, en-
fatizando el rol de la porosidad de los granos. Se han encontrado fragmentaciones a
velocidades menores a las estimadas en [22-24] y una dependencia de este fenémeno
con la porosidad de los aglomerados. Tales resultados pueden implicar modificaciones
en los modelos de aglomeracién/fragmentacién utilizados hasta ahora. El trabajo pre-
sente se enmarca dentro de estas investigaciones, analizando simulaciones de colisiones
del tipo tratado en [25], con el objeto de mejorar el uso de los recursos computacio-

nales de manera de potenciar la capacidad de las simulaciones numéricas propuestas.

1.2 Motivacién

Las herramientas y técnicas computacionales actuales permiten simular distintas
configuraciones de granos, conformados a su vez por grandes cantidades de particulas.
Se menciond anteriormente que a mayor cantidad de particulas constituyentes, mas
cerca estara la simulaciéon de representar una colisién real. Sin embargo, cuanto més
realista una simulacién, mayor es el costo computacional de las simulaciones de MD
en términos del hardware necesario para ejecutarlas y el tiempo de computo de los
mismos.

Parte del costo temporal que las simulaciones suponen se ha resuelto mediante la
Computacion de Alto Rendimiento o HPC' por sus siglas en inglés, la cual permite

resolver problemas computacionalmente costosos utilizando algoritmos paralelos y



clusters de computadoras o clusters. Existen multiples formas de implementacién de
hardware y software de HPC, como por ejemplo, supercomputadoras de miles de
nicleos CPU, o en los tltimos 10 anos, la utilizacion de Unidades de Procesamiento
Grafico o GPUs. Generalmente, el acceso a supercomputadoras esta restringido a un
grupo selecto, por ello se ha vuelto comin en el ambito de investigacién instalar un
pequeno cluster de computadoras o usar GPUs como parte del equipo de trabajo (o
una combinacién de ambos) [26].

Los recursos computacionales de los cuales disponga el investigador imponen cier-
tas restricciones a las escalas temporal y dimensional de las simulaciones. La escala
temporal se refiere al tiempo en el cual transcurren los fenémenos simulados y la
dimensional al tamano de la muestra simulada. El aumento de ambas implica un
aumento de tiempo de computo, que puede ser disminuido hasta cierto punto parale-
lizando; descomponer el dominio de la muestra y usar multiples nicleos simultanea-
mente que resuelvan cada uno un subdominio del sistema original. También el tiempo
de computo puede disminuirse mediante procesadores mas veloces. Sin embargo, la
utilizacién de recursos como GPU o varios nucleos CPU tiene un limite, en el cual
el tiempo de computo para una muestra determinada no puede disminuirse mas, ya
sea porque no se dispone de mejores equipos, o por las limitaciones mismas de ciertos
parametros de la simulaciéon. Un ejemplo de este ultimo seria dividir el sistema origi-
nal en tantos subdominios que se pierde mas tiempo comunicando informacién entre
ellos que calculando las relaciones dentro de cada uno. Es por ello que atin usando
estas estrategias, una sola simulacién del tipo utilizado para [25] puede llegar a tardar
3 meses en realizarse.

Ante una limitaciéon de equipos, la simplificacién fisica de los sistemas no es una
opcién que se contemple para acortar el tiempo de cémputo; se desea mantener todas
las interacciones que corresponden a particulas de este tamano para tener una mayor
exactitud en la simulacion del comportamiento real. Se necesita otra herramienta
capaz de disminuir el tiempo de computo de este tipos de simulaciones. ;Podria

alguna caracteristica intrinseca de una simulacién de colision dar alguna pauta de



su forma final en una escala temporal menor a la programada? Toda la informacién
sobre las particulas obtenidas de las configuraciones a distintos tiempos de simulacién
queda plasmada en forma de grandes cantidades de datos, imposibles de manipular
manualmente para obtener informacién util. Existe un area de las ciencias de la
computacién denominada Aprendizaje Automatico (o Machine Learning) basada en
el desarrollo de algoritmos informaticos para transformar datos en accién inteligente.
El Aprendizaje Automatico se ha convertido en una de las herramientas més populares
y adecuadas para manipular un volumen de datos del orden de magnitud planteado
aqui.

Mediante algoritmos de aprendizaje, se pueden encontrar relaciones, patrones, o
caracteristicas en los datos a partir de los cuales se realizan predicciones (generaliza-
ciones) de los mismos.

El Aprendizaje Automatico ha sido usado exitosamente en combinacién con si-
mulaciones de MD en trabajos previos, tales como: mejorar el reconocimiento de
proteinas [27], predecir las energias de atomizacién en moléculas orgénicas [28], acele-
rar las simulaciones ab initio MD [29], entre otras. No se han encontrado publicaciones
de aplicaciones de Aprendizaje Automatico en colisiones de granos, probablemente
debido a lo reciente del tema.

Por medio de este trabajo, se hace una contribucién a la investigacién sobre co-
lisiones de granos porosos al buscar maneras de disminuir el tiempo de simulacion
mediante técnicas de Aprendizaje Automatico, ante limitaciones impuestas por el

hardware disponible.

1.3 Objetivos

Los objetivos propuestos por el presente Seminario de Investigacién son los si-

guientes:



1. Analizar y explorar algoritmos de Aprendizaje Automatico supervisados y no
supervisados adecuados a la tarea de clasificacién que desea llevarse a cabo, con
el fin de disminuir el tiempo de simulacion de colisiones.

2. Observar la influencia de los distintos parametros generales de las colisiones
sobre el desenlace de las mismas.

3. Analizar la aplicabilidad de los métodos de optimizacién propuestos entre dis-

tintos subespacios del espacio de parametros de simulacion.

1.4 Hipotesis propuestas y adelanto de resultados

Las hipotesis formuladas a partir de los objetivos se detallan a continuacion:

= Hipétesis 1: Es posible disenar una metodologia de optimizacion temporal de
simulaciones numéricas basada en algoritmos de Aprendizaje Automéatico para
un conjunto dado de parametros de simulacion.

= Hipdtesis 2: Es posible predecir el desenlace de una colisién mucho antes de
su finalizacién teniendo en cuenta un conjunto especifico de sus variables y
parametros.

» Hipdtesis 3: Existe un subespacio del espacio de pardmetros generales de las
simulaciones con el cual se puede realizar un modelo de optimizaciéon temporal
aplicable a simulaciones con otros parametros generales, con resultados equiva-

lentes.

Mediante estas propuestas se logré obtener informacion sobre el desenlace de la
colision de granos asimétricos de 35 simulaciones en un tiempo total de 16 dias (con un
5% de error), siendo dos meses el tiempo total empleado en ejecutar estas simulaciones

hasta el desenlace de la colision.



2. MARCO TEORICO: NOCIONES DE APRENDIZAJE
AUTOMATICO

2.1 Introduccion

Machine Learning o Aprendizaje Automdtico (AA) es un campo interdisciplina-
rio de las ciencias de la computacién cuyo fin, como dice su nombre, es programar a
las computadoras para aprender. Comtinmente se entiende el aprendizaje como una
forma de adquirir conocimiento de algo por medio de la experiencia. El aprendizaje
humano es complejo y aiin muchos de los mecanismos que subyacen a esta actividad
permanecen vedados. Sin embargo, en AA no se pretende en una computadora un pro-
ceso de aprendizaje semejante al humano (caracteristica que lo diferencia de la rama
de inteligencia artificial), sino el desarrollo de una herramienta para complementar la
realizacion de tareas complejas no factibles para la capacidad humana, aprovechando
las ventajas que ofrece la computacion.

El punto de partida para armar un sistema de AA es tener una tarea a realizar.

Muchos tipos de tareas pueden resolverse con AA, se nombran algunas a continuacion:

= Clasificacion: Se necesita especificar a cual de una serie de categorias perte-
nece un objeto dado. Por ejemplo, en este trabajo, la tarea a realizar es una
clasificacién: etiquetar particulas segiin pertenezcan a cual fragmento luego de
una colision.

= Regresion: se desea la prediccién de un valor numérico dados ciertos datos. Es
una de las tareas mas comunes.

= Detecciones de anomalias: se espera que, al observar en detalle un conjunto
de eventos u objetos, se detecten los casos inusuales o atipicos.

= Sintesis y muestreo: se desea generar ejemplos nuevos que sean similares a

los que ya se tienen.



= Atribucion de valores faltantes: cuando se desea completar un conjunto con
valores ausentes.
» Eliminar ruidos: se desea predecir un caso correcto a partir de una version

danada del mismo por algtin proceso desconocido.

Los “alumnos” de AA que deben aprender a realizar la tarea son los algoritmos.
La primer y més sencilla forma de aprender es mediante la memoria: por la experien-
cia pasada se pueden reconocer y categorizar entidades. El siguiente paso es lograr
una inferencia inductiva: reconocer entidades no conocidas con anterioridad, es de-
cir, generalizar a partir de ejemplos individuales. Este es el objetivo de aprendizaje
principal para un algoritmo.

Es sabido que la inferencia inductiva puede llevar a conclusiones falsas, y la mente
humana posee sentido comin para discriminar estas conclusiones de las que tienen
sentido. Sin embargo, la ausencia intrinseca de esta cualidad en las maquinas requiere
encontrar y especificar a los algoritmos los principios para eludir conclusiones ilégicas.

En un sistema basico de AA para el tipo de tarea de clasificacién que desea llevarse
a cabo en este trabajo en particular se debe proveer al algoritmo (llamado A de
ahora en adelante) de AA una Entrada, que representa la experiencia, y la Salida
serd la accion o habilidad lograda mediante el aprendizaje. En las secciones siguientes
se analizaran con més detalle la relacion entre estos tres elementos. Utilizaremos la

notacién del libro de Shalev-Schwartz, 2014 [30].

2.2 El entorno de A: Entrada y Salida

2.2.1 La Entrada

Sea D una distribuciéon de probabilidad generadora de un conjunto arbitrario
X = {x;}, con i € 0,..N. El conjunto X se denomina conjunto de dominio y es la
coleccion de objetos que se desean clasificar (también llamados ejemplos). Por ejemplo,

en nuestro trabajo, X es el conjunto de N particulas que conforman las estructuras
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que colisionan. Cada elemento de X" estd representado por un vector de caracteristicas,
por ejemplo las posiciones y velocidades de la particula ¢ para un tiempo particular.

Para clasificar se necesita un conjunto de etiquetas ) siendo un caso comun el
binario, por ejemplo J = {1,0}. Ademés, asumimos que existe una funcion de eti-
quetado “correcta” f : X — ) tal que y; = f(z;) para todo i (para el caso binario,
y; € {1,0}).

Se muestrea cada uno de los elementos x; de X distribuido de acuerdo a D y se
los etiqueta mediante f para generar el conjunto de entrenamiento S, definido como
una secuencia finita de pares X x V: S = ((x1,91)..-(Tm, Ym)), donde cada (x;,y;)
representa un punto del dominio etiquetado.

Se debe tener en cuenta que A no tiene informacion directa de la distribucién D,
como tampoco sabe cudl es la funcién f. De hecho, esto es lo que se quiere encontrar.

S es la Entrada a la cual tiene acceso A y es lo tinico que puede conocer de Dy f.

2.2.2 La Salida

Se quiere que A devuelva una regla de prediccion o predictor (también llamado
hipétesis o clasificador o modelo) h : X — Y que tenga la capacidad de predecir las
etiquetas de nuevos elementos de dominio.

Definimos el error verdadero o de generalizacién de un clasificador h, L(p y), como
la probabilidad de tomar al azar un x generado por D tal que h(x) # f(x). El error
se mide respecto a Dy a f.

Dado un §, este error es el que determina la eleccién de h: no se quiere cualquier
hs, sino aquel cuyo error Lp s)(h) sea el menor posible. La dificultad, como ya men-
cionamos, es que A no dispone ni de D ni de f. La alternativa es mirar lo que si se
tiene: el conjunto de entrenamiento S. Definimos el error de entrenamiento (o error
empirico) Lg(h) al error que comete el clasificador h cuando actia sobre la muestra
de entrenamiento. Por ende, el objetivo pasa a ser encontrar un clasificador tal que

el error de entrenamiento sea minimo, es decir, que ese h tenga un buen desempeno.
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Para tener un predictor que se desempene bien en el conjunto de entrenamiento
S y también sobre toda la distribucién subyacente de datos, se puede buscar el clasi-
ficador deseado en un espacio restringido denominado clase de hipdtesis H. La clase
de hipétesis es un conjunto de predictores {h} tal que hy : X — Y y se busca entre
estos aquel que de el minimo error de Lg(h). En definitiva, estamos sesgando a A al
restringir su eleccion de predictor, y esta restriccion debe realizarse, indudablemente,
con algin conocimiento previo de la tarea que quiere realizarse.

En la Fig. 2.1, se esquematiza un sistema de AA con las nociones descritas en esta

seccion.
Espaciode & %
funciones £ 3, }[
D ——p| Conjunto de '
?7? dominio X
Entrada AlgontmOA v Salida
: ej.: svm, rf, ocsvm @ : _> ﬁ
Funcién de
etiquetado
correcto f

Figura 2.1.: Dada una clase de hipdtesis H, un sistema AA bésico funciona como sigue: A
recibe un conjunto de entrenamiento S proveniente de un conjunto de dominio X generado
por una distribucién de probabilidad desconocida D y etiquetado por una funcién f : X —
Y. A evalia el error verdadero de cada h € H y devuelve el miembro que minimice el error
de entrenamiento.

Errores asociados a la utilizacion de H

El sesgo de un H tiene ventajas, pero también introduce nuevas dificultades. Por
ejemplo, ;jcomo sabemos cual clase de hipdtesis H de todas las posibles tendra el
conjunto de predictores con el menor error de entrenamiento? Ademaés se quiere elegir

el H que tenga el predictor h con el menor error. Cuanto mayor sea la clase de
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hipotesis, mayor probabilidad de incluir esa h, pero agrandar el tamano de la clase
tiene su costo.

La eleccién de H tiene dos errores asociados:

= Error de aproximacién: También llamado variance en la literatura en inglés,
mide cuanto error se tiene por haber elegido un H especifico. No depende del
tamano de la muestra, sino de H: cuanto mayor es H, menor es este error.

= Error de estimacién: También llamado bias en la literatura en inglés, es la
diferencia entre el error de aproximacién y el error Lg(h). Este error surge debido
a que este error de entrenamiento es solo una estimacién del error real, y por
ende el predictor que minimiza el error de entrenamiento es solo una estimacién
del que minimiza el error real. Este error disminuye cuando el tamano de S lo
hace y aumenta cuando el tamano de H aumenta (un mayor tamano implica

generalmente un aumento de complejidad).

Se quiere que ambos valores de error sean los menores posibles, la dificultad es-
triba en que la disminucién de uno suele implicar el aumento del otro. En la seccion
siguiente se mostrara la importancia del tamano de H para evitar dos inconvenientes

de frecuente ocurrencia en tareas de AA: el sobreajuste y el subajuste.

Sobreajuste y subajuste

El tamano y eleccion de H son dos factores cruciales para obtener un equilibrio
entre los errores de aproximacion y estimacion. Si se tiene un H muy grande, el error
de aproximacion sera pequeno, pero el de estimacién serd mayor, pues tiene mas
posibilidades de funcionar bien sélo para el conjunto de entrenamiento, y no para
el resto de los datos generados por D. A este fenémeno se le denomina overfitting
o sobreajuste, y en forma simple es la incapacidad de la Salida de generalizar, es
decir, clasificar correctamente casos no contenidos en S. Esta relacionado con una
gran varianza; el algoritmo entrenard detalladamente con todos los valores provistos,

aun con los andmalos.
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Si H es muy pequeno, el error de estimacion se reduce pero puede aumentar el error
de aproximacion, conduciendo a un underfitting o subajuste de los datos. Esto sucede
cuando hay un gran bias o sesgo en la Salida h, es decir, existe una tendencia hacia un
resultado especifico por asunciones erréneas del algoritmo respecto de la estructura
de D adquiridas durante su entrenamiento. Cuando se produce un subajuste, ni el
entrenamiento del algoritmo ni su generalizacion resultan correctos, y esto es un
indicador de que el algoritmo no es el indicado para realizar esta tarea.

Aqui entra en juego la compensacion de complejidad del sesgo: deseamos encon-
trar un H lo suficientemente “completo” y seguir teniendo un error de estimacién

razonable.

2.3 El algoritmo A

Debido a la diversidad de las tareas a realizar, existen variados algoritmos de AA
y la lista crece con el tiempo. Aunque no existe una clasificacién formal y cerrada de
los algoritmos, podemos distinguir dos grupos segin el tipo de interaccién que tienen

con el entorno que los rodea: los algoritmos supervisados y no supervisados.

= Algoritmos supervisados: entendiendo el aprendizaje como un proceso pa-
ra obtener habilidades mediante la experiencia, los algoritmos supervisados se
mueven en un escenario en donde la experiencia (el conjunto de entrenamiento)
posee informacién significativa, ausente en los ejemplos sobre los cuales se quie-
re aplicar su habilidad. La habilidad adquirida tiene como objetivo predecir la
informacion que falta de los datos de evaluacion. El entorno es un “profesor”
que supervisa al alumno al darle informacién extra (datos etiquetados).

= Algoritmos no supervisados: no hay distinciéon entre el entrenamiento y los
elementos a evaluar, ya que no se le dan datos etiquetados al algoritmo. El
algoritmo simplemente procesa los datos con el objetivo de dar una version

resumida o comprimida de los mismos. Se utilizan generalmente para tareas
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de clustering: reconocer y agrupar los datos segin patrones o similitudes entre

ellos.

Existe un tercer grupo de algoritmos con caracteristicas de aprendizaje de ambos
tipos mencionados, denominado Reinforcement learning, pero no serd utilizado en

este trabajo.

2.3.1 El teorema “No free lunch”

.Existe un algoritmo tal que para un tamano de S dado y para todo D devuelva
el h con el menor error? El teorema “no free lunch” (“No hay almuerzos gratis” o
NFL) para AA (Wolpert 1996) [31] responde esta pregunta: no existe tal algoritmo.
Este teorema muestra que todo algoritmo fallarda en al menos una tarea en donde
otros algoritmos tengan éxito, es decir, ninguno es mejor que otro. Por ello, se debe
poseer conocimiento previo sobre el tipo de datos que se tienen y una nocién de lo
que se quiere obtener para poder elegir H de manera 6ptima.

En este trabajo trataremos con tres algoritmos supervisados (Mdquinas de Vecto-
res de Soporte, Maquinas de Vectores de Soporte de Una Clase y Bosques Aleatorios)
y dos no supervisado (k-means Clustering y Aglomeracion de Clusters). La eleccién
de ellos serd justificada mas adelante por el tipo de datos que se tienen; en la siguiente

seccién describiremos el funcionamiento basico de cada uno de ellos.

2.3.2 Algoritmos supervisados

Para realizar la tarea de clasificacion se utilizaron algoritmos de aprendizaje su-
pervisado. De forma general, para ejecutar tales algoritmos, es necesario explicitar
el conjunto S, especificando cudl es la caracteristica a clasificar y a partir de qué
otra(s) debe realizarse tal clasificacién. Es decir, debe proveerse al algoritmo con
la variable dependiente (datos etiquetados) e independiente(s) (variable(s) predicto-
ra(s)). Ademds, cada algoritmo posee pardmetros condicionantes del conjunto H (y

por ende de h), los cuales deben ser elegidos de tal manera que el error Lg(h) sea
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minimo. En esta seccién solamente se describira en lineas generales el funcionamiento
de los algoritmos, en el capitulo siguiente se detallaran las variables y los parametros

para ejecutarlos.

MaAaquinas de Vectores de Soporte

Support Vector Machines (Vapnik 1992) [32] o Maquinas de Vectores de Sopor-
te (llamados SVM de ahora en més), son algoritmos que pueden usarse para tareas
de clasificacién o regresién. Existen diversos SVM cuyos métodos de clasificaciones
bésicas son equivalentes, pero existen variantes de implementacién dependiendo de
la forma que tenga el conjunto de entrenamiento S. El tipo de H con el cual trabaja
SVM se denomina half-spaces o medio-espacios, y funciona para tareas de clasifica-
cién binaria, como lo es nuestro caso. Esta asociado con la definicién geométrica de
medio-espacio: cualquiera de las dos partes en las que un hiperplano divide al espacio
euclideo.

Sea X = R? e Y = {0,1}. Cada hipéStesis de H se parametriza con un vector
W € Ry con un b € R denominado término de sesgo, y al recibir un vector & de X
devuelve la etiqueta ((@, Z) + b) (ecuacién general implicita de un hiperplano). Para

el caso d = 2 cada hipdtesis define una recta o separador que es perpendicular a w

b
w2

e interseca el eje vertical en el punto (0, —->). Todo lo que queda del lado de arriba
del hiperplano (los puntos que formen un dngulo agudo con ) son etiquetados como
1 y el resto como 0. Los datos que puedan separarse a través de un hiperplano se
denominan linealmente separables.

Existen muchos medio-espacios que pueden dividir los datos, jcon qué criterio se
elige el mas adecuado? La distancia entre un punto 7 y el hiperplano definido por
(w, b) donde ||| = 1 es |((wW, £)+Db)|. Se define margen como la minima distancia entre
un punto del conjunto de entrenamiento y el hiperplano. SVM busca separadores de

“gran margen”: un medio-espacio en donde los puntos del entrenamiento no solo estén

bien separados por un hiperplano, sino también lejos de él. Al restringir al algoritmo a
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devolver un separador de gran margen se tiene la ventaja de disminuir la complejidad

de célculo cuando se trabaja con espacios grandes.

o
@ o4
° >
° ® +%
o V4
o //
[ A
(® ®
I »
/
s o ©
@ ®
4 °
/ [ ]
/ ® °®

Figura 2.2.: Separacién de los datos (clasificados en azul y verde) por medio de un
hiperplano (rojo) perpendicular al vector @ y definido por b, y por los vectores de soporte
(azul y verde remarcados con linea de trazos).

El Wy que posee el mayor margen tendra el menor error real. Como el hiperplano de
la solucién wy de mayor margen se define por medio de distancias, se puede interpretar
a los puntos més cercanos al hiperplano como aquellos que lo definen, de ahi el nombre
de “vectores de soporte”. Los vectores de soporte seran entonces aquellos puntos del
conjunto de entrenamiento que estén exactamente a una distancia m del hiperplano
de separacion.

Cuando los datos son linealmente separables, se aplica el método sin mayores
inconvenientes. Sin embargo, existen datos que no pueden ser separados de manera
correcta por medio de un hiperplano, y SVM no puede ser utilizado tal como lo
describimos. Para resolver esto, se realiza una proyeccion de los datos a través de una
funcion no lineal a un espacio de mayor dimensién. Los puntos podran ser separados
en este nuevo espacio mediante un hiperplano, y cuando ese hiperplano se vuelva a
proyectar al espacio de Entrada, tendra la forma de una curva no lineal. En principio,
siempre es posible encontrar una funcién que transforme los datos a un espacio de

mayor dimensiéon donde sean linealmente separables. Para optimizar los calculos de
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estas proyecciones, ademas, se han desarrollado métodos denominados kernel tricks o
trucos de nicleo. En este trabajo se utiliza el nicleo lineal (el estdndar) para tratar
casos separables y el ntcleo radial para los no separables.

Para informacion mas detallada del funcionamiento de SVM se recomiendan los

libros de V. Vapnik [33] y B. Schélkopf et al. [34].

Maquinas de Vectores de Soporte de Una Clase

Tradicionalmente, la mayoria de las tareas de clasificacion intentan distinguir cla-
ses distintas en los datos de evaluacion a partir de un entrenamiento etiquetado con
estas clases. Existen ciertos problemas, sin embargo, donde sé6lo hay interés en que se
distinga una sola de las clases. Por ejemplo, en tareas como deteccién de anomalias
(mencionada en la Seccién 2.1), una propuesta practica serfa entrenar al algoritmo
con los datos que pertenezcan a la clase considerada normal o correcta, y luego al
testear nuevos datos, el algoritmo distinga los casos que no se asemejen a los del entre-
namiento. Scholkopf et al. [35] introdujeron el método de One Class Support Vector
Machines o Méaquinas de Vectores de Soporte de una clase (OCSVM) para detectar
anomalias con este principio.

El funcionamiento basico es semejante a las transformaciones en el espacio de
caracteristicas de SVM: simplemente se busca una funcién binaria que distinga las
regiones en este espacio en donde se encuentra la densidad de probabilidad de la clase
deseada. De esta manera, la funciéon devuelve la clase deseada en una pequena region
que contiene los puntos de entrenamiento y etiqueta el resto de los datos como otra
clase sin importarle las caracteristicas que posea.

Se podria decir que el funcionamiento de OCSVM es idéntico a SVM, puesto que
ambos trazan una “frontera” que divide los datos, pero la diferencia radica en que el
analista sabe que tiene tipos de datos con ciertas caracteristicas normales, y quiere
identificar los casos que no las poseen. SVM no tiene un criterio a-priori que asegure

ni que todos los puntos que se saben normales estén en el mismo lado del medio-
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espacio, ni que distinga los valores atipicos, puesto que sus margenes siempre tendran
una tolerancia en la que los (pocos) valores extrafios pueden pasar desapercibidos y

el error cometido por el algoritmo no cambiard demasiado.

Bosques Aleatorios

Random Forest o Bosques Aleatorios (Breiman 2001) [36] es parte de los denomi-

nados algoritmos de ensamble: es un ensamble de arboles de decision.

Arbol de decisién: Ir a pescar al lago

Pronéstico
Soleado Nublado Lluvioso
| | |

Ventoso Si Humedad

/ AN / AN
Verdadero Falso Verdadero! Falso

| | | |

Si No No Si

Figura 2.3.: Ejemplo de arbol de decisién: los nodos son las caracteristicas (cuadros azules)
y sus posibles valores en verde, y las hojas las etiquetas con las opciones “Si”, “No” (rojo).

Un arbol de decision como el de la Fig. 2.3 es un algoritmo h : X — ) que predice
la etiqueta asociada con ¥ de manera analoga a la estructura de un arbol. El camino
de decision en un arbol comienza en un nodo denominado raiz, a partir del cual realiza
una serie de elecciones hasta llegar a una “hoja” del arbol (la etiqueta final). En cada
nodo del pasaje raiz-hoja, se exploran las caracteristicas del objeto  a clasificar, y de
todas las opciones se elige la que corresponda al objeto. También las opciones pueden
estar dadas mediante un conjunto predefinido de reglas de divisién, como por ejemplo
se puede forzar un sesgo hacia un tipo de resultado al otorgar distintos pesos a las
opciones. Finalmente, una hoja contiene una etiqueta especifica.

El inconveniente con los arboles de decision es el sobreajuste de los datos de

entrenamiento: si se deja que el arbol tenga todas las hojas que se quiera, entonces
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es muy posible que cada camino raiz-nodo sea muy especifico para un solo objeto,
y por lo tanto no sea generalizable para casos ligeramente distintos (es decir, este
algoritmo suele tener bajo sesgo pero alta varianza). Existen dos maneras de evitar
esto: restringir el tamano del drbol o hacer un ensamble de arboles. Esto tltimo es,

precisamente, el algoritmo RF.

| Conjunto de datos x |

— v T

N, caracteristicas N, caracteristicas N,, caracteristicas

Arbol #1 Arbol #2 Arbol #M

Etiqueta A Etiqueta B Etiqueta A

I I | |
[

| Voto mayoritario |

[
| Etiqueta final |

Figura 2.4.: Esquema simplificado de un Bosque Aleatorio. Cada arbol se construye con
cada muestreo y N; caracteristicas elegidas al azar, lo que permite que se tengan arboles de
distintos tamafos. Se define la etiqueta final del objeto por voto mayoritario.

La idea de realizar un “bosque” de arboles permite darle robustez a los resultados
de la prediccién, es decir, aumentar su exactitud. RF' es una forma de promediar
multiples arboles de decision entrenados con distintas partes del conjunto de entre-
namiento (Fig. 2.4), con el objetivo de reducir la varianza. Dado un conjunto de
entrenamiento S, el algoritmo selecciona M veces (parametro libre determinado por
el conjunto de entrenamiento) una muestra al azar con reemplazo de S y construye
arboles de decisién a partir de cada una de estos muestreos. La prediccion de RF' se
obtiene por voto mayoritario sobre todas las predicciones de los arboles individuales.
La reduccion en la varianza del voto mayoritario queda asegurada, aun si los arboles
individuales poseen una varianza alta, siempre y cuando no exista correlacién entre
ellos. Para asegurar que esto no pase, RF introduce en cada division de nodo, un

vector de caracteristicas aleatorio. Si esto no se hiciese, muchos arboles elegirian sélo
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aquellas caracteristicas mas significativas a la eleccion de etiqueta y habria correlacién
entre ellos. De aqui la aleatoriedad del bosque.
Para més detalles del funcionamiento de RF se recomienda la lectura del material

de Hastie et al. [37].

2.3.3 Algoritmos no supervisados

Como se menciono en la Seccion 2.3, este tipo de algoritmos se emplean en tareas
que no implican generalizaciones, sino simplemente reconocimiento de patrones o
similitudes en los datos. Usualmente los resultados que se obtienen de ellos se utilizan
para caracterizar datos mas que para resolver una tarea del tipo mencionado, ya que
no es posible verificar en forma directa si el algoritmo tuvo un buen desempeno.

Para més ejemplos de algoritmos no supervisados se propone la lectura del material
de Rokach et al. [38], y para una guia practica de implementacién de clustering, se

recomienda el libro de Kassambara [39].

K-means clustering

K-means clustering (MacQueen, 1967) [40] es uno de los algoritmos no super-
visados de AA de particién mas utilizados para agrupar un conjunto de datos con
caracteristicas semejantes. El analista debe especificar el nimero de grupos k (k clus-
ters) en los cuales desea dividir los datos y el algoritmo los agrupara de tal forma que
los objetos dentro de un mismo cluster sean lo més similares posible y entre distintos
clusters sean lo mas disimiles posible. Cada cluster estd representado por un centro
o centroide, el cual es el promedio de los elementos asignados al cluster.

La idea bésica detras de k-means clustering consiste en definir grupos tal que la
variacién inter-cluster sea minima. Hay varios algoritmos de k-means disponibles, el
estdndar es el algoritmo Hartigan-Wong (1979), el cual define la variacién intercluster
como la suma del cuadrado de la distancia (euclidea u otra) entre los ejemplos y su

centroide correspondiente.
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Se define la variacién total inter-cluster ( Total Within Cluster Variation o TWCss)

como sigue:
k k
TWCss = Z W(C;) = Z (zi — p1j)? (2.1)
j=1 j=1 z,€C;

donde C; con j € {0,...,k} es uno de los k clusters, z; los datos que pertenecen al
cluster C; y u; es el promedio de los puntos asignados a este cluster. Esta variacion
total mide la compactacion de los clusters (qué tan bien estdn divididos), y debe ser
la menor posible.

El funcionamiento del algoritmo es sencillo: primero, el analista especifica los k
clusters en los que desea dividir sus datos. El algoritmo sitiia en el espacio de datos k
puntos al azar, los cuales seran centros provisorios, y calcula la distancia del resto de
los datos a cada uno de ellos. Se asigna cada dato al centroide que se encuentre més
cercano, y una vez que se tienen los k grupos de datos, se actualizan las posiciones
de los centroides al calcular el promedio de los datos del grupo. Al obtener los nuevos
promedios, se revisa que cada punto de los datos esté efectivamente mas cerca al
nuevo centroide de su cluster, caso contrario, se redistribuyen los datos y se calculan
los promedios de nuevo.

Este proceso se repite una cantidad de veces especificadas a priori por el analista,
o hasta que la variacién TW C'ss de los nuevos centros sea infima. De esta manera se
obtienen los k clusters deseados.

Las ventajas de k-means son su tiempo de cémputo (relativamente corto en com-
paracién con otros algoritmos de particién) y es sencillo de entender. Sin embargo
tiene varias desventajas: se necesita conocer a priori la cantidad de clusters k que se
desean, y ademas es muy sensible a datos anémalos y a la eleccion de los k centros
iniciales. Una dificultad relacionada a los datos con valores atipicos es que k-means
asigna centros que no corresponden a datos que se posean (los centros son promedios)

y esto puede conducir a una mala clasificacién (Fig. 2.5).
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Figura 2.5.: Ejemplo de un buen desempeno de k-means (A) contra un mal desempeiio del
algoritmo (B), de un espacio de caracteristicas de particulas clasificadas por su velocidad y
posicién en el eje z. Las dos clasificaciones (A y B) son estables, pero la eleccién al azar de
los centroides en B perjudica la clasificacion.

En el siguiente capitulo se muestra como una mala clasificacién de k-means debido
a esta sensibilidad frente a los valores atipicos conduce a la utilizacion de otro tipo

de algoritmo no supervisado: el algoritmo de Aglomeracion de Clusters.

Aglomeracién de Clusters

La Aglomeraciéon de Clusters o agglomerative clustering es uno de los tipos mas
comunes de agrupaciones jerarquicas, utilizado para dividir objetos en clusters ba-
sados en sus similitudes. La diferencia con los algoritmos de particiéon es que no es
necesario determinar a priori la cantidad de clusters que se desean obtener.

Este algoritmo inicia tratando cada objeto a clasificar como un cluster individual.
Luego, en cada paso, se comparan los clusters de a pares: aquellos que son similares
(cercanos) se fusionan en uno solo, y el proceso se repite hasta que todos los datos estén
agrupados en un unico cluster. El resultado de las iteraciones posee una estructura
denominada dendograma (Fig. 2.6).

Una de las desventajas de la aglomeracién de clusters es que el algoritmo no

indica en cudntos clusters estan divididos los datos, es decir, cudl de las instancias
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intermedias de agrupacién es mejor. Es por ello que el analista deberia estimar en
cuantos grupos se dividen los datos, y mediante una funcién en donde se especifica este
nimero, “cortar” el dendograma de tal forma que queden divididos los datos en los
k clusters estimados (Fig. 2.6). El algoritmo devolvera entonces los datos clasificados

por pertenencia a cluster.
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Figura 2.6.: Ejemplo de un dendograma (izq.), donde clasifica 15 objetos en dos clusters
de acuerdo a sus distancias relativas en el espacio de velocidades en z y posiciones en z. La
figura de la derecha muestra los mismos puntos en el espacio de caracteristicas, agrupados
por jerarquias segin sus proximidades.

Aunque es un sistema muy efectivo en ciertas circunstancias (atin donde k-means
falla), el inconveniente con este algoritmo es que la cantidad de objetos determina la
cantidad de cédlculos que deben resolverse en el paso inicial. Si se tienen N datos, se
tienen N clusters iniciales y se deben calcular ZnNzl n — 1 relaciones sélo en el primer

paso. Para volimenes de datos grandes, el costo computacional puede ser alto.

2.4 La evaluacién de h

Una vez que se obtiene de este sistema de AA una funcién A con el menor error
de entrenamiento posible, se debe evaluar la capacidad de generalizacion efectiva del
predictor en datos nuevos, es decir, no pertenecientes al entrenamiento. Este conjunto
de datos se denomina conjunto de evaluacion y debe ser generado por la misma

distribucion generadora D del conjunto de dominio X con el cual se entrenaron los
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datos. Para asegurar esto, generalmente los elementos del dominio se dividen en dos
partes antes del entrenamiento, una se utiliza para entrenar al algoritmo y la otra
para evaluarlo. De esta forma, se asegura que la misma D genera los dos conjuntos.

Sin embargo, puede suceder que S y el conjunto de evaluacién no sean tomados
del mismo dominio (el caso tratado aqui). De ocurrir esto, se puede concluir que un
buen desempeno de h como clasificador de tal conjunto de evaluacién implica que
tanto este como S efectivamente estan generados por la misma distribucién D. Por
otro lado, si h tiene un mal desempeno, entonces no se puede asegurar si fallé alguna
parte del algoritmo o si efectivamente los elementos evaluados no son generados por
la misma D.

Una vez que se obtienen las predicciones sobre nuevos conjuntos, la manera de
evaluar el desempeno de h como clasificador es mediante métricas de desempeno.
Existen grandes cantidades de métricas y la eleccion de la mas adecuada depende de
la tarea que se ha llevado a cabo. En el siguiente capitulo se describiran las métricas

especificas utilizadas para este trabajo.
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3. METODOS: EL SISTEMA DE AA

En este capitulo se describen las simulaciones de colisiones en las cuales se realizé
una clasificacién sobre sus particulas, y se caracteriza el sistema de AA utilizado
para llevar a cabo tal tarea. Este sistema posee la estructura basica especificada
en el capitulo anterior (Cap. 2) en el contexto del problema fisico propuesto en la
Seccién 1.2. Para una referencia representativa de un sistema de AA con algoritmos

de Aprendizaje Automatico, se recomienda repasar la Fig. 2.1.

3.1 Introduccion: Objetivo principal de la tarea de clasificacion

La tarea que desea llevarse a cabo en el presente trabajo es una clasificacion:
etiquetar cada particula integrante de una simulacién de granos porosos colisionan-
tes segin pertenencia a cierto fragmento luego del impacto. Esta identificacion de
las particulas tiene como objetivo disminuir el tiempo de simulacién, en el sentido

mostrado en la Fig. 3.1.

Pason, Pasons Pason, Pasons Paso ng

Figura 3.1.: Ejemplo de 11 pasos secuenciales de una simulaciéon de colisién del tipo
trabajado, ilustrando el tiempo de finalizacién total T, el tiempo en el cual se distinguen
visualmente dos fragmentos Ty y el tiempo en el cual se espera que el algoritmo de AA
prediga el resultado de la colisién T, (dentro del intervalo punteado).
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Las simulaciones trabajadas finalizan en un tiempo 77, sin embargo a para un
tiempo T el analista puede determinar visualmente si la colisién es una fragmentacion
o una aglomeracion. Se pretende que el algoritmo supervisado de AA sea capaz de
predecir a cual fragmento pertenecerd cada particula del sistema en un tiempo T,
anterior a T, en el cual la distincién visual entre clusters ya no es posible. Para ello
se propone armar un sistema de AA como el que se detallara a lo largo de todo este

capitulo.

3.2 Simulaciones de colisiones de granos

Todas las simulaciones analizadas en este trabajo poseen caracteristicas generales
similares: dos esferoides, un proyectil y un blanco (inmévil inicialmente), ambos com-
puestos por particulas esféricas de Si0, idénticas de R, = 0.76 wm de radio granular,
colisionan con un pardmetro de impacto de 0 (es decir, son colisiones centrales) a lo
largo del eje z. Se les confiere una temperatura a las particulas del blanco, por lo
cual adquieren estas una pequena velocidad total producto de la agitacién térmica,
y por ende no estan totalmente en reposo, como puede observarse en la Fig. 3.2. Sin
embargo, esta velocidad es de tres a cuatro 6rdenes de magnitud menor a la velocidad

inicial del proyectil.
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Figura 3.2.: Densidad de las velocidades totales de las particulas constituyentes del blanco,
con una media de aproximadamente 3.313e—04".
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Como resultado de la colision, el sistema experimentard una aglomeracién (pro-
yectil y blanco quedan pegados y sélo se desprende de ellos una fina capa de polvo,
compuesta por una pequefia cantidad de dichas particulas) o una fragmentacion (el
sistema queda dividido en dos o mds partes bien diferenciadas), como se muestra
en la (Fig. 3.3). Todavia esta en discusién cuantas particulas deben quedar en cada
fraccién para considerar al resultado de una colisién como una fragmentacion en vez
de una aglomeracion. Por ejemplo, se ha catalogado un sistema dividido en alrededor
de 33% de particulas en un cluster y 67 % en el otro como una fragmentacién [25].

En este trabajo todas las colisiones se dividen en dos partes o clusters, pero no se

adentrara en clasificar el tipo de resultado que representan.

&

Fragmentacion Aglomeracion

Figura 3.3.: Representacién de los dos resultados mas frecuentes de una simulacion de
una colision.

Existen tres pardmetros generales responsables (en parte) de la evolucién del sis-
tema: tamano de proyectil-blanco, factor de llenado ¢ y velocidad inicial de
proyectil vy (la magnitud de vp). El nimero de particulas en cada simulacién de-
pende del tamano del proyectil-blanco y de ¢. En la bibliografia [15,19] se mencionan
dos tipos de factores de llenado: el local (densidad de particulas dentro de una esfera

de radio N * R, en este caso se utiliz6 N = 5, con centro en la particula i) y el global
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(promedio de los factores de llenado locales). En este trabajo ¢ sera siempre el factor
de llenado local y determina la forma de armado del proyectil y el blanco, y variara
durante la colisién debido a la compactacion del material durante el impacto [19].

La forma detallada en la cual se arman las muestras para las simulaciones del tipo
utilizado fue publicada por Ringl et al. [41].

Utilizando Dindmica Molecular (MD) y considerando un modelo de materia
granular en el que se incorporan fuerzas de cohesién [15], se realizaron simulaciones
como las descritas utilizando el software LAMMPS !, el cual fue ejecutado principal-
mente en GPU (Graphics Processing Unit o Unidad de Procesamiento Grafico).

Las simulaciones granulares utilizan datos de entrada generados con un modelo
presentado en [41] y un cédigo desarrollado por E. Millan y B. Planes (el primero
co-director de este trabajo, ambos integrantes del grupo SiMAF'). El estilo de par
granular utilizado fue desarrollado inicialmente por Ringl et al. [15] para ejecutarse
en CPU y posteriormente adaptado por Millan et al. [42] para ejecutarse en GPU
NVIDIA con CUDA.

En principio todas las simulaciones se ejecutaron con un hardware determinado.
Como se mencioné en la introduccién (Seccién 1.2), no se dispone mejores recursos
que los utilizados para ejecutar las simulaciones analizadas en este seminario y por
ende no es posible una disminucion del tiempo de computo mediante mejores equipos.
La lista detallada con las especificaciones de hardware y software utilizadas para este
trabajo se encuentra en el Apéndice A.

En las simulaciones de MD, el tiempo de simulacion se discretiza en intervalos
denominados pasos temporales. En este caso, cada paso temporal corresponde a 50 ps
de tiempo de stmulacion, es decir, el tiempo en el cual transcurre la colision simulada.
El tiempo real de simulacion es el tiempo reloj que tarda el analista en ejecutar una
simulaciéon completa en un equipo y este es el tiempo que se desea disminuir. Al

terminar la simulacién, el software devuelve un archivo de salida en donde especifica

! (http://lammps.sandia.gov)
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el tiempo real total que le tomo simular el sistema, y por ende, mediante una cuenta
sencilla, se puede estimar el tiempo real demorado en ejecutar cada paso.

Se programaron las simulaciones para generar un archivo de salida cada 10000
pasos temporales. Un archivo de salida es un archivo de texto (con un formato similar
a CSV o “valores separados por comas”) con la configuracién del sistema simulado en
un determinado paso temporal. Como puede verse en la Fig. 3.4, la descripcién de la
configuracién en cada archivo incluye el id (nimero de identificacién de la particula,
fijo para todos los pasos temporales), el tipo de particula (1 6 2 dependiendo si en
el paso temporal 0 la particula es parte del blanco o el proyectil), las posiciones en

X, V, z, las velocidades en x, y, z y las velocidades angulares en x, y, z.

ITEM: TIMESTEP

o

ITEM: MNUMBER OF ATOMS
11200

ITEM: BOX BOUNDS ss s5 s5
4.42885e-07 6.1768e-05
5.47163e-07 6.17254e-05
1.9447e-07 0.000105928

id type x y z VX vy vz omegax omegay omegaz
1 1 3.105e-05 3.105e-05 3.105e-05 0.000103511 0.000190062 -0.000230885 @ i} o
2 1 2.96799e-05 3.35417e-05 3.04808e-03 -8.32702e-05 -9.33063e-05 -0.000150817 @ Q 0
3 1 2.99993e-05 2.925e-05 3.22787e-05 -0.000315167 -0.00032985 -0.000177724 @ 1] 0
4 1 2.98287e-05 3.02651e-05 2.90546e-05 -9.3444e-05 0.000253729 0.000295921 @ 1] 0
5 1 2.79869e-05 3.32082e-05 3.03447e-05 -3.97063e-05 -0.000115556 3.65822e-05 @ 1] 0
G 1 3.0327e-05  3.14704e-05 3.25783e-05 0.000313084 1.92212e-05 -0.000307692 @ U] 0
7 1 2.73274e-05 3.09008e-05 2.95345e-05 8.21146e-05 -2.09671e-05 0.008228392 @ 1] o
a 1 2.61402e-05 2.85417e-05 2.09551le-05 0.000100833 6.76173e-06 -0.000226314 @ 1] 0
9 1 2.69086e-05 2.7514e-05 2.69803e-05 -0.000221212 -7.28174e-05 0.000191671 @ i} o
10 1 2.85039e-05 2.90992e-05 2.58412e-05 2.08133e-05 -0.000278903 7.80792e-05 @ i} o
11 1 2.86923e-05 2.8492%9e-05 3.0529e-05 -0.00031304 -5.15712e-05 -0.0001214%99 @ i} o
12 1 2.84173e-05 2.,98017e-05 2.38092e-05 -0.000155731 0.00015333 0.000164159 @ Q 0
13 1 2.9433e-05  2.79447e-05 2.36217e-05 0.000106496 0.000151024  0.000233725 @ 1] 0
14 1 2.76735e-05 2.8068%-05 2.16433e-05 5.65203e-05 0.000168377  6.9173e-05 1] 1] 0
15 1 2.64825e-05 2.76125e-05 2.43336e-05 -7.94068e-05 -8.28006e-05 -0.000273674 @ U] 0
16 1 2.94416e-05 2.75302e-05 2.53923e-05 0.000247533  -5.45901e-05 5.16764e-06 @ 1] 0
17 1 2.68%91e-85  2.83505e-05 1.91562e-05 -0.00027375 -0.000279206 -0.000328594 @ 1] o
11196 2 3.48498e-05 2.11479e-05 8.53518e-03 O o] -8.1 1] Q 0
11197 2 3.29857e-05 2.07483e-05 8.52398e-05 0 2] -8.1 1] 1] 0
11198 2 3.51746e-05 2.46432e-05 9.98073e-05 0 2] -8.1 1] 1] 0
11199 2 4.10783e-05 4.0065e-05 9.6098%e-05 @ 0] -8.1 1] 1] 0
11200 2 4.15067e-05 3.13053e-05 8.29308e-05 @ o] -8.1 1] U] 0

Figura 3.4.: Ejemplo de archivo de salida trabajado. En la parte superior se especifica
el paso temporal (“TIMESTEP”), el numero de particulas (“NUMBER OF ATOMS”), y
tamano de caja (“BOX BOUNDS”).

Los tamanos de las simulaciones utilizadas y la memoria que ocupan sus archivos

de salida estan especificados en el Apéndice B.
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3.3 La Entrada y su entorno

En esta seccién se especifica las simulaciones utilizadas para entrenar a los algorit-
mos, y a partir de ellas las caracteristicas generales del conjunto de entrenamiento &
y su entorno (distribucién D generadora de los elementos del dominio &X' y la funcién

de etiquetado correcta f).

Simulaciones de entrenamiento

Para los candidatos a conjunto de entrenamiento, se trabajé con una parte de
interés del espacio de parametros generales: un grupo de 15 simulaciones de tamano
pequeno (radio de proyectil ~ 14 um y radio de blanco ~ 31 um, ambos fijos para to-
das las colisiones), tres factores de llenado ¢ (0.15, 0.25, 0.35) y cinco velocidades
iniciales de proyectil vy (17, 0.75%, 0.5, 0,25, 0.1*) para cada uno de estos ¢.
Cuando se habla de velocidad de proyectil, se refiere a la magnitud del vector de velo-
cidad inicial, el cual tiene un signo negativo porque el proyectil se mueve hacia abajo
en el sistema de referencia usado. Estos factores de llenado determinaron el ntimero
total de particulas en cada simulacién (11200, 18785 y 26206 para ¢ = 0.15,0.25 y
0.35 respectivamente), donde alrededor del 9% del total de particulas pertenecian al
proyectil. A estas 15 simulaciones las denominaremos simulaciones de entrenamiento,
pues de ellas se toman las configuraciones de particulas con las cuales se entrenard los
algoritmos. Se eligio este espacio de parametros como simulaciones de entrenamiento
pues ejecutar las 15 simulaciones demora poco tiempo real en comparacién a otros
tamanos, por tener relativamente menos particulas.

El comportamiento de las simulaciones de entrenamiento es similar: el proyectil
se dirige hacia el blanco con una velocidad inicial en z vy hasta que impacta con
él, y a medida que lo penetra, recibe una fuerza de frenado efectiva resultante de la
interaccién con las particulas del blanco y entre sus propias particulas [19], lo cual
terminara desacelerando a las particulas del proyectil especialmente debido a fuerzas

de friccién disipativas. Eventualmente, el sistema se dividirda en dos partes. Una de
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ellas serd la arrastrada por el proyectil con velocidad en z cuasi-uniforme que tendra

como cota maxima el valor

m

V=—=2 vy, (3.1)
my +my

donde m,, y m; son las masas del proyectil y del blanco, respectivamente [25]. Notar

Mp
mp+myp

que para las simulaciones del estilo tratado, 0 < < 1. Para las simulaciones de

entrenamiento con el mismo factor de llenado ¢, la magnitud de V' sera proporcional a

Vg, ya que la relacion mg’;ﬂ no cambia. Esto implica que las particulas del fragmento
P
arrastrado por el proyectil con velocidad inicial vy = —17 tendrdan una V' mayor a

la de los fragmentos finales de simulaciones con vy > —1%. Para la misma velocidad
de proyectil vy pero distinto factor de llenado ¢, se tiene en general que a mayor ¢

menor V' (Fig. 3.5).
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Figura 3.5.: Velocidad final en z del cluster 2 en el paso final de cada simulaciéon dado
por el criterio especificado en la seccién 3.3.3, para las 15 simulaciones de entrenamiento,
para los tres valores de factor de llenado phi.

La otra parte en la que queda dividido el sistema es un fragmento originalmente
perteneciente al blanco que no es arrastrado por el proyectil, y permanece cuasi-
inmévil (debido a la agitacion térmica resultante de la temperatura conferida a las
particulas al configurar las simulaciones), como se muestra en la Fig. 3.6. Se verific6

para cada simulacion trabajada en este seminario que efectivamente el cluster 1 esta
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compuesto en su totalidad solo por particulas del blanco. Se especificara el efecto de
este detalle en la parte de resultados. Esta cualidad de las simulaciones es de suma
importancia a la hora de elegir el algoritmo para ejecutar la tarea de clasificacion,
como se vera mas adelante. Cabe destacar que si no se da esta particularidad en otro
tipo de simulaciones (por ejemplo, otros materiales), esto no afecta en si al método

propuesto, siempre y cuando un cluster permanezca casi en reposo y el otro no.

Velocidad en z

LI W 3e4

N

¢ =0.35
} } } } } > t[ps]

Figura 3.6.: Evolucién temporal de una colisién con vg = 1, ¢ = 0.15 (arriba) y ¢ = 0.35
para seis tiempos distintos. Las particulas estan coloreadas por velocidad en z. Se ha cortado
la muestra en una rodaja de le—05m de espesor (el mismo para los dos ¢) paralela al eje
z, donde se puede apreciar la diferencia de densidad de particulas segin ¢.

Cada una de estas 15 simulaciones de entrenamiento posee una cierta cantidad
de archivos de salida que detallan la configuraciéon de cada particula simulada en
un paso temporal dado. Se desconoce a priori qué configuracién (de un cierto paso
temporal) de cudl simulacién (o simulaciones) de entrenamiento es la mas indicada
para etiquetar y entrenar al algoritmo, tal que éste realice la clasificacion de otras

configuraciones fisicas nuevas (otras simulaciones de distintos pardmetros generales).
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El criterio para elegir tal configuracion puede adquirirse teniendo presente el obje-
tivo de mejorar el tiempo real de simulacion. En las siguientes secciones se explorara

mas a fondo la construccion del conjunto de entrenamiento S.

3.3.1 La distribucién D

Tal como se mencioné en la teoria, normalmente se desconoce la funcién de distri-
buciéon D, generadora de los elementos del dominio. En el caso de una simulacion, se
supone en principio que todas las configuraciones especificadas en cada paso temporal
por un archivo de salida poseen sus propias distribuciones generadoras. Asi, si se tiene
una simulacién con 1000 archivos de salida, se tendrian en principio {Dy, D, ..., Digoo }
distribuciones generadoras, una por cada tiempo. Sin embargo, puede suceder que
exista alguna distribucién D, dentro de este conjunto que sea comun a varias otras, o
que pueda dar cuenta con bastante exactitud de las configuraciones de particulas en
otros tiempos. Y no solamente esto, también se podria especular sobre otras simula-
ciones: ;Existe alguna D;. que genere la configuracién final de otras simulaciones con
distintos pardametros al de la suya propia?

Para verificar la existencia de tal Dy, se supone que existe una simulacién de en-
trenamiento W en la cual se encuentra una configuracién de elementos de dominio
generada por tal distribuciéon en un paso temporal ¢; dado. Se toma tal archivo de
salida, se etiquetan las particulas mediante f a fin de obtener el conjunto de entre-
namiento S y se entrena al algoritmo de aprendizaje supervisado con él. Luego, se
evalia la prediccién de la funcién h resultante del algoritmo en configuraciones de
diferentes pasos temporales de otras simulaciones distintas de W.

De existir tal conjunto de dominio, capaz de clasificar correctamente particulas
de otras simulaciones en distintos tiempos de la colision segiin pertenencia a cual
fragmento luego del impacto, entonces esta seria una forma de reduccién temporal
de simulacién efectiva: solo se necesita simular W hasta el paso temporal ¢y, tomar

esta configuracién como base para el conjunto de entrenamiento y obtener mediante
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el predictor h del algoritmo la clasificacion de otras simulaciones segiin sus particulas
pertenezcan a algin fragmento luego de la colisién, sin necesidad de ejecutarlas todas

hasta que el sistema esté efectivamente dividido en fragmentos.

3.3.2 El conjunto de dominio X

En vista de hallar la simulacion W descrita en la secciéon anterior entre alguna de
las 15 propuestas de entrenamiento, se debe elegir mediante algin criterio la confi-
guracién de un paso temporal para ser etiquetado mediante f de forma efectiva. El
candidato mas seguro es el tltimo archivo de salida que devuelvan las simulaciones
de entrenamiento, en el cual se tienen a las particulas bien diferenciadas en dos frag-
mentos estables. Los elementos del conjunto de dominio X corresponden entonces a
las N particulas constituyentes del proyectil y del blanco de las simulaciones de en-
trenamiento para el ultimo paso temporal, y pueden representarse como N vectores
Ty de caracteristicas (identidad, posiciones, velocidades, etc.)

No todas las caracteristicas de los elementos influyen en la clasificacion. Teniendo
presente que simulaciones como las trabajadas poseen la cualidad de que las particulas
pertenecientes al blanco, no arrastradas por el proyectil, permanecen cuasi-inmoéviles
durante todo el proceso, mientras que el proyectil y las particulas arrastradas por él
adquieren una velocidad relativamente mayor, se concluye que la velocidad en z de
las particulas es un fuerte candidato a ser la variable predictora del algoritmo (Secc.
2.3.2).

Como puede observarse de la Fig.3.7, la variable de velocidad en el eje z es bastante
exacta como predictora cuando se la compara con los datos clasificados por pertenen-
cia al cluster en el paso final. Ademads se destaca nuevamente que la velocidad en z es

casi uniforme en todas las particulas arrastradas por el proyectil.
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Figura 3.7.: Comparacién entre las particulas coloreadas por velocidad (A1l y B1) segun
la escala especificada en el margen izquierdo, y por pertenencia a cluster en el paso final
(A2 y B2), en dos pasos temporales distintos de la misma simulacién. Las figuras del paso
4.5e6 muestran una rodaja del sistema de 1e—05m de espesor paralela al eje z, para mostrar
de forma clara el interior de la colisién.

En conclusién, los elementos del conjunto de dominio a etiquetar seran los de la
configuracion del paso final de la simulacién de entrenamiento escogida. La tnica
caracteristica que poseen las particulas de X y por medio de la cual el algoritmo
clasifica segtin pertenencia a cluster es la velocidad en z. En el Apéndice C se

desarrolla en detalle la eleccién de la velocidad en z como la variable predictora.

3.3.3 La funcién f de etiquetado: necesidad de algoritmos no supervisados

Para tener el conjunto de entrenamiento completo y “ensenar” a los algoritmos
supervisados, es necesario etiquetar a las particulas de X" elegidas segun el fragmento
al que pertenezcan luego de la colisién. El conjunto de etiquetas asignado por una
funcién f es Y = {1,2}, siendo 1 o 2 el cluster al cual pertenezca la particula en
el paso final de la colision. Como se mencioné en secciones anteriores, el software de
MD también identifica con 1 y 2 las particulas que pertenecen al proyectil y al blanco
respectivamente (Fig. 3.4), dichos valores no tienen relacién con el etiquetado de las
particulas segin pertenencia a cluster.

Hasta ahora, el término “paso final de la simulacién” se utilizé de manera ambigua.

., Cual es el criterio para elegir este paso? Generalmente el analista debe especificar a



36

priori el paso en el cual la simulacion debe terminar, y se asigna un valor de forma
estimativa. Usualmente se elige una cantidad de pasos en los cuales se sabe que el sis-
tema no cambiard méas su configuraciéon de manera que aporte informacion adicional.
En el tipo de simulaciones con las cuales se trabajaron, se sabe (por experiencia o por
induccién) que en un cierto paso el sistema estard muy probablemente fragmentado
en dos partes estables, y por si acaso, a veces se programa la simulacién para ejecutar
un valor mayor a este [25]. Para explorar el alcance de las hipdtesis planteadas en
el presente trabajo, se necesita uniformizar este tiempo de simulaciéon mediante un
criterio de finalizacion para todas las simulaciones, tanto las de entrenamiento como
las que serviran de evaluacion, para que el ahorro temporal sea comparable. Esta
seccién sélo se enfocard en el corte de las simulaciones de entrenamiento.

Se puede realizar el corte de finalizacién de una simulacién de forma manual,
por ejemplo utilizando herramientas de visualizacion como OVITO? [43]. El analista
determina el momento de corte cuando juzgue visualmente que la separaciéon de los
clusters es suficiente como para distinguir los fragmentos. Ademas de subjetiva, esta
es una manera poco practica. Se busca un criterio de corte que sea automatico y
universal (particularmente importante cuando se trabajan con varias simulaciones).

Una vez que se posea el paso de finalizacién de simulacion, se necesita etiquetar
mediante la funcién de etiquetado correcto f a las particulas de este paso. Esto tam-
bién puede hacerse de forma manual (nuevamente contraproducente), pero se busca
automatizar también el etiquetado de las particulas. La forma mas practica de hacerlo
es utilizando un algoritmo de agrupacién, como por ejemplo k-means clustering, como
funcién de etiquetado verdadera f.

Para ejecutar k-means clustering se necesita también especificar las variables pre-
dictoras que mejor separen a las particulas en los grupos que se desean. De la Fig.
3.7, se observa que la velocidad en z es nuevamente una buena eleccién, pues determi-
na dos fragmentos bien diferenciados en el paso final de la simulaciéon. Para reforzar

el etiquetado y generalizarlo ain mas, también se utilizo la posiciéon en z del paso

2http://www.ovito.org/
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final como variable predictora, pues las particulas pertenecientes a clusters distintos
quedan bien separadas en el espacio.

Utilizando el lenguaje de programacion R, se desarrollé un programa para unifor-
mizar el paso de finalizacién de simulacion de las 15 simulaciones de entrenamiento,
el cual a su vez también etiqueta los datos de este paso en forma automaéatica. De
hecho, el etiquetado es quien determina el tiempo de finalizacién, como se detalla a
continuacion.

Teniendo en cuenta que se poseen 15 simulaciones corridas una cantidad subjetiva
de pasos, el programa funciona de la siguiente manera: primero, toma el iiltimo archivo
de salida (el que corresponde al ultimo paso temporal) de cada simulacién y utiliza
k-means clustering para clasificar la pertenencia de cada particula al cluster 1 o 2
segln su posicion y velocidad en z. Sea d la distancia vertical entre las particulas del
cluster 1 y cluster 2 més cercanas entre si. Si la distancia d resulta mayor que una
distancia de separacién R, previamente escogida de manera heuristica (en este caso
se eligié R, = 6%0.76 um, 6 veces el radio de una particula), entonces se toma el paso
temporal inmediato anterior y se repite el procedimiento. Si, en cambio, se cumple
d < R,, entonces la bisqueda se detiene en ese paso y el archivo de salida al cual

corresponde pasa a ser el tltimo.

<«——— Lectura del programa

Paso nro.: 7500000 8000000 8500000 9000000 9500000 10000000
~ ¥ies] g

Figura 3.8.: Esquema de lectura del programa armado para clasificar las particulas. El
programa comienza a leer a partir del ultimo paso simulado (notar que los fragmentos
estan excesivamente separados en este paso) y mide la distancia entre ambos clusters. Va
descartando los pasos hasta que llega al criterio d < R, y toma este paso como el nuevo t;.
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De esta forma, queda garantizado que todas las simulaciones de entrenamiento
terminen en el paso temporal en el cual sus clusters estén separados una distancia
de d ~ 6 % 0.76 um, y que sus particulas estén clasificadas en cluster 1 y 2 segin
esta configuracién final. Esto resulta en 15 conjuntos de entrenamientos S;, con los
cuales se pueden entrenar los algoritmos de aprendizaje supervisado para realizar la
clasificacién de nuevas simulaciones.

El criterio de corte y el correcto desempeno de k-means como clasificador en cada
simulacién se verifica de forma visual mediante 15 graficos como el mostrado en la

Fig.3.9.
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S ——— _46-051
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Posicion en z ID de particulas

-0.08

Figura 3.9.: Se muestra un ejemplo de validacion visual del paso de finalizacién de si-
mulaciéon dado por el programa armado, en la simulacién de entrenamiento con velocidad
de proyectil v9 = —0.75% y factor de llenado ¢ = 0.25. En la figura de la izquierda se
muestran las particulas en este paso, en el espacio definido por las dos variables predictoras,
coloreadas segun la etiqueta dada por k-means. En la figura de la derecha se muestra la
posicion en z de las particulas en funcién de su indice ID, para el mismo paso temporal.
Puede verse el proyectil como un bloque (particulas azules aproximadamente formando un
cuadrado en el extremo derecho), a cuyas particulas le corresponden valores més altos de
1D.

La separacién entre los clusters es efectivamente, cercana a R, = 6 x 0.76 um.

Se tarda aproximadamente 15 dias, 23 horas y 19 minutos de tiempo real en simular
las 15 simulaciones de entrenamiento (ejecutadas en GPU) hasta la configuracién final
determinada con este criterio de corte.

Debe tenerse en cuenta que el tipo de programa aqui desarrollado es generalizable

solamente a este conjunto de simulaciones de entrenamiento, no se pretende desa-
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rrollar una funcién f utilizando k-means que funcione para terminar y etiquetar de
forma efectiva las particulas de cualquier simulacién. De hecho, la manera en la que
actia el programa estd ligado fuertemente a las cualidades de este grupo particular

de simulaciones.

3.4 Algoritmos y Salidas

Una vez que se tiene el conjunto de entrenamiento S (las particulas de X etiqueta-
das por f), el siguiente paso es entrenar a los algoritmos de aprendizaje supervisado.
En este trabajo se evaluaron tres: SVM, OCSVM, RF. La implementacién de estos
algoritmos se hace por medio de paquetes especiales de R, detallados en el Apéndice
A. En esta seccion se describe la ejecucion de estos algoritmos en R, y en el Apéndice

D se detallan los hiperparametros utilizados para cada entrenamiento.

3.4.1 Implementacién de SVM y RF

Se describe a continuacion la implementacion de los algoritmos SVM y RF' utili-

zando el paquete caret (Clasification And REgression Training)? [44] de R.

Validacién cruzada de k secciones

Dado un §, cada algoritmo tiene hiperparametros a ser especificados con el objeto
de elegir el predictor h cuyo error de entrenamiento Lg(h) sea el minimo posible,
puesto que este refleja el error verdadero de la predicciéon. Por ejemplo, SVM tiene
como hiperparametros que determinan h el vector w y el término de sesgo b. Una
opcion de eleccion de los hiperparametros de cada algoritmo es mediante un método
denominado validacion cruzada en donde se toma de los datos a entrenar un conjunto

de validacion; una submuestra sobre la cual se prueban los algoritmos entrenados con

3https://cran.r-project.org/package=caret
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distintas combinaciones de hiperparametros y luego se elige el predictor que minimice
el error sobre este conjunto.

Un tipo de validaciéon cruzada es la validacién cruzada de k secciones o k-fold
cross validation (cv). Tomando como ejemplo SVM, primero se arma una grilla de
hiperpardmetros, es decir, una combinacién de valores de w y b, y luego se divide al
conjunto de entrenamiento en k partes iguales. Para cada una de estos k subconjuntos
de datos, se entrena al algoritmo sobre los subconjuntos restantes usando una de las
combinaciones de hiperparametros tomada de la grilla y luego se calcula el error
de entrenamiento sobre la parte que se dejé fuera del entrenamiento (Fig. 3.10).
Finalmente, el promedio de los errores obtenidos en cada uno de los £ subconjuntos
serd el error de entrenamiento estimado para ese par de hiperparametros. Esto se
repite con cada una de las combinaciones de la grilla. Una vez que se obtienen los
errores de entrenamiento de cada combinacién, se elige el par que posee el menor de

todos y se entrena todo el conjunto de entrenamiento con ellos.

Conjunto de entrenamiento S

— _—— k-secciones
S~ =

1 Entrenamiento | Entrenamiento | Entrenamiento | — E,
k=2 Entrenamiento Entrenamiento | Entrenamiento | — E:
k=3 | Entrenamiento | Entrenamiento Entrenamiento | — Es
k=4 | Entrenamiento | Entrenamiento | Entrenamiento — E,

Figura 3.10.: Se muestra un ejemplo de validacién cruzada con k = 4 secciones para una
combinacién de hiperparametros de la grilla. Los errores obtenidos de las 4 iteraciones para
esa combinacién se promedian, y luego se compara este valor con el promedio resultante de
otras iteraciones con otros hiperparametros para determinar aquellos con el menor error de

7¢
Il

entrenamiento.

La forma de implementar esta validacién sobre los algoritmos en el paquete caret

es mediante un entrenamiento de control, donde se especifica el método(“cv” por cross
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validation) y el nimero de secciones k en las cuales se desea dividir en el conjunto de

entrenamiento para validar los parametros, por ejemplo:

trainControl (method = "cv", number = 5)

De esta forma, se le da un control a los algoritmos con los parametros que mi-
nimizan su error de entrenamiento de forma automéatica. Cabe destacar que aplicar
la validacion cruzada en este paquete incluye intrinsecamente sesgar las posibilidades
de escoger h a un conjunto H, ya que se le provee al algoritmo una grilla finita con

determinados valores de hiperparametros.

Ejecucion de SVM y RF

El paquete caret posee una funcion de entrenamiento “train”, en donde se deben
especificar: variables predictoras o independientes (en nuestro caso v,) y la variable
dependiente (cluster al que pertenecen las particulas luego de la colisién, es decir, los
elementos del conjunto de entrenamiento), todos los datos de estas variables tomados
de los archivos csv como el de la Fig. 3.4, el control de entrenamiento (que contie-
ne la validacién cruzada), un preprocesamiento de los datos para estandarizarlos, el
método (algoritmo) y la métrica con la cual se desea medir el error en los conjuntos

de validacién cuando se realice la validacion cruzada.

La estandarizaciéon de los datos es un ajuste de las variables tal que el prome-
dio de los mismos sea 0 y su varianza sea 1. Se utiliza cuando la distribucién de los
datos posee forma gaussiana o “campana”’, para diferenciar ain mas valores de dis-
tintas escalas en el conjunto de datos. En nuestro caso, la estandarizacion acentia la
diferencia entre las particulas cuasi-inmédviles pertenecientes al cluster 1 de las que
poseen velocidad adquirida por el impacto del proyectil (cluster 2). Para estandarizar

los datos, se debe aclarar en la variable preProcess los argumentos center y scale.
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Un ejemplo del entrenamiento del algoritmo con todos los elementos nombrados

es el siguiente:

fit.rad <- train(clust-vz,
data = mydata,

trControl = ctrl,

preProcess = c("center", "scale"),
method = "svmLinear",
metric = "Accuracy")

El método en SVM variara segin se tengan datos separables o no separables, tal
como se describi6 en la Secc. 2.3.2. Si son separables, el algoritmo sera “svmLinear”,
la forma estandar de SVM, y para datos no separables, se utiliza “svmRadial”, el
cual es SVM con el truco de nicleo Radial para transformar los datos. Para usar RF

simplemente se asigna “rf” en el argumento “method="".

3.4.2 Implementacién de OCSVM

Se ha afirmado mediante el teorema de “No free lunch” (Secc. 2.3.1) que no existe
un algoritmo capaz de desempenarse de manera 6ptima en todas las tareas, y la elec-
cién del méas adecuado requiere un conocimiento de los datos con los que se trabaja.
Este es nuestro caso, se sabe que las simulaciones trabajadas poseen un comporta-
miento caracteristico y es la ya mencionada diferencia en las velocidades relativas de
los clusters luego de la colisién. Para cualesquiera parametros generales de simulacio-
nes elegidos en este tipo de colisiones, en el paso final, la velocidad promedio en z de
las particulas del cluster 1 sera aproximadamente cero. Por otro lado, las particulas
del cluster 2 adquieren en este paso una velocidad en z casi uniforme, distinta a cero
(Fig. 3.7). El promedio de la velocidad en z del cluster 2 depende de la velocidad
inicial del proyectil vy: cuanto mayor sea vy, mayor sera su velocidad final promedio

en z. Debido a esta dependencia respecto del parametro general vy, este promedio de
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velocidades cambiard entre simulaciones distintas, pero no asi la del cluster 1, puesto
que esta siempre sera cercana a cero.

Esta cualidad de las simulaciones puede intervenir fuertemente en la eleccion del
algoritmo de aprendizaje: se necesita un algoritmo capaz de aprender que, indepen-
dientemente de vy, un cluster siempre terminara con una velocidad promedio en z
cercana a cero, y el resto de las particulas que no cumplan esta condicién pertene-
ceran al otro fragmento, sin importar cual sea el valor de velocidad que finalmente
posean.

Podria interpretarse esta situacién como una tarea de detecciéon de “anomalias” y
utilizar el algoritmo OCSVM para realizar la distincién entre el conjunto de particulas
que se comportan de “forma correcta” (cluster 1), de las que no (cluster 2), ver Seccién
2.3.2. Asi, se esperaria que este algoritmo sea capaz de distinguir siempre particulas
pertenecientes al cluster 1 de forma correcta, clasificando al resto como pertenecientes
al cluster 2, independientemente de los pardmetros generales de la simulacion que se
esté evaluando. Notar que OCSVM no funcionaria si, por ejemplo, el sistema se
fragmentara en agrupaciones de particulas cuya configuracion final varie segtin los
parametros generales de la simulacion, que es lo que ocurre a velocidades mucho mas
altas [19].

Para implementar el algoritmo OCSVM se necesita otro paquete de R, denomina-
do €1071* [45], el cual posee una funcién de entrenamiento del algoritmo svm() en la
cual debe especificarse que se realiza la clasificacién mediante “una clase” (OCSVM).
A esta funcién se le dan los pardametros previamente obtenidos de una grilla de valida-
cién también incluida en el paquete. A diferencia de SVM y RF, se debe entrenar al
algoritmo sélo con la clase de interés (particulas que pertenezcan al cluster 1), aunque

se especifican las mismas variables predictoras y dependiente que estos.

“http://cran.rproject.org/web/packages/e1071/index.html
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3.4.3 Conjunto de evaluacién: Extension local y distante

Al entrenar a los algoritmos supervisados nombrados con alguna combinacién ele-
gida de las simulaciones de entrenamiento, se obtiene finalmente una funcion predic-
tora h. Repasando los objetivos de la tarea de clasificacion especificadas en la Seccién
3.3.1, la funciéon h debe clasificar particulas no solamente de configuraciones finales
de otras simulaciones, sino también aquellas de tiempos anteriores.

Se probd la capacidad de h de generalizar en dos conjuntos de simulaciones, di-
ferenciadas por el parametro general de tamano de proyectil-blanco. Se elige este
parametro como divisor de las simulaciones de evaluaciéon porque a mayor tamano,
mayor complejidad de cdlculo computacional (pues hay més particulas a simular) y
por ende, mayor tiempo real de simulaciéon. Uno de los objetivos principales de la
tarea es disminuir este tiempo.

El primer conjunto de simulaciones evaluadas por h corresponde al tamano pe-
queno (radio de proyectil ~ 14um y radio de blanco ~ 31um), y son las mismas
15 simulaciones de las que se pueden elegir los conjuntos de entrenamientos. La eva-
luacién de este grupo se denomina extension local, e implica observar qué tan bien
clasifica h en simulaciones del mismo tamano que las entrenadas, pero con vy y ¢
distintos al del conjunto de entrenamiento.

El otro grupo corresponde a dos tamanos de proyectil-blanco mas grandes que
el pequeno, denominados “mediano” y “grande”. Del tamano mediano se poseen 15
simulaciones de los mismos vy y ¢ que las pequenas: tres factores de llenado ¢ (0.15,
0.25, 0.35) y cinco velocidades iniciales de proyectil (17, 0.75%, 0.5, 0,257, 0.1)
combinadas. También se mantiene el mismo radio del proyectil, pero el radio del blan-
co es de ~ 44um. El proyectil corresponde entonces al 3% del total de las particulas.
Del tamano grande sélo se tienen cinco simulaciones correspondientes a velocidades
vo de proyectil 17, 0.75%, 0.57, 0,25 y 0.17, pero solamente ¢ = 0.15. El radio
del blanco es de ~ 52um. Al mantener el mismo radio de proyectil que los otros

tamanos, las particulas del proyectil representan el 2% del total de particulas. El
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objetivo de evaluar h sobre estos dos tamanos es clasificar las particulas en simula-
ciones que demoran mas tiempo por ser mas complejas. La evaluacion de este grupo

de simulaciones de dos tamanos se denomina extension distante.

3.4.4 Etiquetado de los conjuntos de evaluacién

Etiquetar los datos es importante no sélo para la etapa de entrenamiento, sino
también para la de evaluacion de desempeno: una vez que se obtiene la prediccién
de h sobre el conjunto de evaluacién, se deben comparar los valores predichos con
las verdaderas etiquetas de pertenencia final de las particulas a un cluster. De esta
comparacion se obtiene qué tan bien clasifico el algoritmo en cluster 1 y cluster 2 a
los nuevos datos.

Para las simulaciones de tamafnio pequeno, se usaron las etiquetas obtenidas por
medio de k-means (Secc. 3.3.3). Sin embargo, las simulaciones de la extensién distante
poseen particulas con valores atipicos en varios pares vy, ¢ que interfieren con la
clasificacién de k-means y se obtienen resultados como el de la Fig. 3.11. Por lo tanto,
para poder etiquetar bien las simulaciones del tamano mas grande, se utilizo, en vez
de k-means, el algoritmo de Aglomeracion de Clusters en el programa descrito en la
Seccion 3.3.3. Se menciond anteriormente que este algoritmo caracteriza mejor los
valores atipicos, pero computacionalmente es bastante costoso cuando analiza una
cantidad de datos como los planteados en las simulaciones de tamano mediano y

grande (entre 31087 y 120894 particulas).
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Figura 3.11.: Se muestra una imagen de una mala clasificacién de k-means (izq.) en la
simulacién de tamafio mediano con vg = 0.1 y ¢ = 0.15, y la clasificacién del algoritmo
de Aglomeracién de Clusters para el mismo paso temporal de este mismo caso (der.).

R contiene dos paquetes que optimizan el tiempo de computo del Algoritmo de
Aglomeracion: parallelDist v fastCluster. El paquete parallelDist permite calcular en
paralelo la matriz de distancias entre datos, utilizando todos los nicleos CPUs dis-
ponibles, agilizando el tiempo de cédlculo y optimizando el uso de la memoria de la
maquina en donde se realicen los calculos. Por otra parte, el paquete fastCluster per-
mite ejecutar el algoritmo de forma eficiente para tamanos de datos muy grandes.
Como referencia, para analizar un archivo de salida de una simulacién de tamano
mediano con ¢ = 0.15 (~31000 particulas), las funciones estdndar dist (para calcular
la matriz de distancias entre datos) y hclust (para ejecutar el algoritmo de Aglome-
racién), utilizando un nicleo CPU FX-8350, demoran 78s, mientras que fastCluster
y parallelDist demoran 27s (en 8 nucleos CPUs FX-8350). Esto es alrededor de un
2.88x veces mas rapido que las funciones estdandar. Para una simulacién de tamano
mediano con ¢ = 0.35 (~72353 granos), hclust no puede ejecutarse debido a que posee
un limite de ~65536 granos que puede calcular, sin embargo fastCluster y parallelDist
son ejecutables para este tamano y demoran 106s en procesar un archivo de salida.

Mediante este algoritmo se logro clasificar los datos de las simulaciones mas gran-
des para poder evaluar el desempeno de las predicciones, ademas de obtener el tiem-
po final de simulacién para el paso en el cual la separacion de los clusters es de

d>~6x*0.76 um.
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3.4.5 Matriz de Confusién y mediciones de desempeno

Para poder evaluar la capacidad de una funcion h de generalizar, debemos medir
cuantitativamente su desempenio. Usualmente la eleccion de la mejor medicién de
desempeno es especifica para la tarea llevada a cabo por el sistema y aunque puede
resultar directa y objetiva, casi nunca es trivial.

Para una tarea de clasificacién binaria como la presente, una manera de definir
y visualizar el desempeno de los algoritmos es mediante una Matriz de Confusion
(MC), una tabla que categoriza predicciones de acuerdo a su correspondencia con el
etiquetado verdadero de los datos. Una de las dimensiones de la tabla indica la canti-
dad de etiquetas predichas, es decir, cuantos elementos corresponden a una categoria
u otra segun el algoritmo, mientras que la otra dimensién indica cuantos elementos
verdaderamente corresponden a esas categorias.

Generalmente se distingue una clase de otra mediante los términos “positiva” y
“negativa”, aunque en el caso presentado es indistinto cudl es la etiqueta positiva o
negativa. Elegimos el cluster 1 (fragmento superior) como la clase positiva. La relacién
entre las predicciones de clases positiva y negativa (cluster 2) puede ser visualizada
en una Matriz de Confusién 2 (Fig. 3.12) que muestra si las predicciones pertenecen

a alguna de estas categorias:

1 Verdaderos Positivos (VP): Datos correctamente clasificados como pertene-
ciente al cluster 1.

2 Verdaderos Negativos (VN): Datos correctamente clasificados como perte-
neciente al cluster 2.

3 Falso Positivo (FP): Datos incorrectamente clasificados como perteneciente
al cluster 1.

4 Falso Negativo (FIN): Datos incorrectamente clasificados como perteneciente

al cluster 2.
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Valores reales

Positivo (1) Negativo (2)

VP | FP

Positivo (1)

FN VN

Valores predichos

Negativo (2)

Figura 3.12.: Matriz de Confusién: en la diagonal se encuentran todos los valores bien
clasificados.

A partir de estas cuatro categorias, se definen las siguientes métricas de desem-

peno:
» Exactitud: también llamada tasa de éxito, se define formalmente como

VP+ VN

2
VP+VN+FP+FN’ (3:2)

Fzxactitud =

donde los términos VP, VN, FFP y F'N se refieren al nimero de veces en el
que la prediccién cae en alguna de estas categorias. La exactitud es entonces la
proporcién que representa el nimero de verdaderos positivos y negativos sobre

el namero total de predicciones.

La tasa de error es la proporcion de ejemplos mal clasificados, dada por

FP+ FN
t d = =1 — Fzactitud. .
asa de error VPIVN T+ FPLFN zactitu (3.3)

= Sensibilidad: en nuestro caso, mide la proporciéon de ejemplos pertenecientes

al cluster 1 correctamente clasificados:

. VP
sensibilidad = VPLEN (3.4)
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= Precision: es la proporcion de ejemplos pertenecientes al cluster 1 que verdade-
ramente pertenecen a ese cluster; un modelo preciso solo predecira la pertenencia
al cluster 1 en casos en los que sea muy posible que lo sea. Da una nocién de

confianza en los resultados.

VP

VP PP (3.5)

precision =
Las métricas aqui descritas pueden tomar valores entre 0 y 1, siendo 0 el valor

mas bajo y 1 el mas alto.

3.5 Porcentaje de ganancia temporal

Uno de los resultados principales que se desea obtener es la disminucién de tiempo
de simulacion al encontrar alguna configuracion de particulas que sea capaz, luego de
entrenar a un algoritmo, de caracterizar la configuracion final de otras simulaciones.
Para cuantificar la disminucién temporal que conlleva la eleccién de un cierto con-
junto de entrenamiento, se deben tener en cuenta dos tiempos clave: el primero es
el tiempo real de finalizacién de simulacién T (obtenido del dltimo paso temporal
determinado mediante el criterio descrito en la Seccs. 3.3.3 y 3.4.4). El segundo es
el tiempo para el cual el algoritmo A logra distinguir los dos fragmentos finales, con
una cierta exactitud. A este tiempo lo denominaremos tiempo de corte optimizado T..
Por supuesto se quiere que 7T, sea el menor posible, para tener una mayor ganancia
temporal.

La eleccién de T, es, en parte, relativa al analista. Este tiempo no necesariamente
debe tener la clasificacion de las particulas de forma 100 % exacta: a veces, al analista
le basta distinguir los clusters con un 90 % de exactitud para determinar el tipo de
colisién que se produjo, y ese T, serfa menor que aquel con, por ejemplo, un 99 % de
exactitud.

El porcentaje de ganancia ahorrado se calcula de la siguiente manera: sea Sy el

conjunto de entrenamiento que se utiliza para entrenar el algoritmo A. Asumimos
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que se tienen s, simulaciones distintas, es decir, distintas combinaciones de tamanos
proyectil-blanco, velocidades iniciales de proyectil vy y factor de llenado ¢. El conjunto
S; esta formado por las configuraciones finales de s = {s;,52,...,5,}, con m < n
(en nuestro caso, todas de tamano pequeno). Cada s; € s debe ejecutarse hasta
Ty, (tiempo real de finalizacién de simulacién para s;), puesto que se necesita la
configuracion del ultimo paso etiquetado para poder entrenar, por lo tanto el tiempo

total consumido para obtener S, esta dado por
T.=) Ty, (3.6)
j=1

donde cada T}, representa el tiempo final de la simulacién s; utilizada en el entrena-
miento. A esta sumatoria de tiempos la denominaremos tiempo de entrenamiento T,
e indica el tiempo real demorado en ejecutar todas las simulaciones utilizadas en el
entrenamiento, cada una hasta su T},.

Si Sg da cuenta del resto de las simulaciones s; con k € {m + 1,...,n}, es decir,
si logra predecir el desenlace de estas colisiones a un tiempo 7, < T}, entonces el

tiempo total consumido para ejecutar estas s; sera

3, (3.7)

k=m+1

De esta manera, el tiempo total real de simulacion requerido para obtener la

configuracion final de todas las simulaciones sy, ..., s, €s

T=T.+ Y T,=)Ty+ > T, (3.8)
j=1

k=14+m k=14m

Finalmente, si T, es el tiempo total real que demoraria ejecutar las n simulaciones

hasta sus respectivos T, es decir:

T,=> Ty, (3.9)
=1
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entonces se define el porcentaje de ganancia temporal como

G, = (1 - %) + 100. (3.10)

T, variara en la extension local y distante, pues se prueban distintos tamanos de

simulaciones que conllevan tiempos de finalizacién distintos.

Paso nro;
0

To Tiempo necesario Tc Tiempo ahorrado Tf T+
de simulacién por el algoritmo

Figura 3.13.: Se muestran 11 pasos temporales de la simulacién de vg = 17 y ¢ = 0.15.
Se esquematizan el tiempo de finalizacién dado por el analista (T }“), el cual se desecha por el
tiempo de finalizacién T’y dado por el algoritmo no supervisado. El tiempo de corte T;. dado
por el algoritmo supervisado es aquel en el cual se puede saber el desenlace de la colisién
con una cierta exactitud. Como minimo el analista necesitara ejecutar la simulacién hasta
este tiempo. Las particulas estan coloreadas por pertenencia final a cluster.

En la Fig. 3.13 se muestran los tiempos descritos en esta Seccion. El objetivo de
entrenar a los algoritmos mediante un cierto conjunto S es obtener una prediccion del
desenlace de la colision a un tiempo 7T, que permita ahorrar el tiempo en el intervalo
Ty —T..

Los distintos entrenamientos y las pruebas realizadas para tal fin se desarrollan

en el siguiente capitulo.
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4. RESULTADOS Y DISCUSION

En este capitulo se presentan los resultados de distintas pruebas de clasificacion
a través de distintos conjuntos de entrenamiento y algunas conclusiones principales.
Cada prueba realizada tiene doble objetivo: por un lado, encontrar cuales conjuntos
de entrenamiento & tomados de las simulaciones de entrenamiento entrenan a los
algoritmos para dar predictores generalizables a todas las simulaciones (de tamano
pequeno primero, y luego mediano y grande), y por el otro, para aquellos conjuntos
efectivamente generalizables, calcular la ganancia temporal en tiempo de simulacion
de las predicciones de los algoritmos, mediante la férmula 3.10.

Se presenta también el tiempo real empleado en entrenar a los algoritmos mediante
estos S, leer los archivos de salida, y predecir y evaluar los entrenamientos utilizados.
También se realiza un analisis del desempeno del algoritmo OCSVM y se dedica una
seccion a la estimacion de tiempo de finalizaciéon de simulaciones nuevas mediante

extrapolacién de los datos.

4.1 Introduccién: consideraciones generales

Para entrenar a los algoritmos se utilizaron un total de once combinaciones de
las configuraciones finales de las 15 simulaciones de entrenamiento (Secc. 3.3). Se
armaron entrenamientos por ¢, vy y una combinaciéon de ambas, tal como se muestra

en la Fig.4.1.
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Pruebas por ¢ Pruebas por vq Pruebas combinadas
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Figura 4.1.: Se muestran en recuadros y circulos los once entrenamientos utilizados en
todo el capitulo. Cada punto gris simboliza la configuraciéon final de una simulacién de
tamano pequefio con pardmetros generales (vg, ¢). Los entrenamientos se armaron como
combinaciones de estas configuraciones. En las referencias se indican si el entrenamiento
fue evaluado sobre simulaciones de tamafo pequeno (extension local), sobre simulaciones
de tamano mediano y grande (extensién distante), o ambas.

Por comodidad, a cada simulacién caracterizada por el par (vg, ¢) la denomina-
remos caso. Los entrenamientos especificados en la Fig.4.1 fueron evaluados en los

siguientes casos:
» Extension local:

e Simulaciones de tamano pequeno (0.1, 0.15), (0.25, 0.15), (0.5, 0.15),
(0.752,0.15), (122, 0.15), (0.122, 0.25), (0.252, 0.25), (0.52, 0.25), (0.752,
0.25), (12, 0.25), (0.1, 0.35), (0.252, 0.35), (0.52, 0.35), (0.752, 0.35),
(12, 0.35).

» Extensidon distante:

e Simulaciones de tamafio mediano (0.1, 0.15), (0.25", 0.15), (0.5, 0.15),
(07522, 0.15), (122, 0.15), (0.122, 0.25), (0.252, 0.25), (0.522, 0.25), (0.752,
0.25), (122, 0.25), (0.1, 0.35), (0.25™, 0.35), (0.5, 0.35), (0.75, 0.35),
(1™, 0.35),

e Simulaciones de tamano grande (0.1%, 0.15), (0.25%, 0.15), (0.5%, 0.15),
(0.75™, 0.15), (1, 0.15).
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Para evaluar cada uno de estos casos, los algoritmos entrenados clasificaron las
configuraciones de 100 pasos temporales uniformemente espaciados de cada uno, y
el desempeno de la tarea fue determinado mediante las tres métricas mencionadas
en la Seccién 3.4.5: exactitud, precision y sensibilidad. Diremos que el desempeno
de un algoritmo es correcto cuando la exactitud medida en cada paso describe una
curva suave y creciente aproximadamente sigmoidea. Se espera un comportamiento de
esta forma por la ecuacién de la exactitud (Ec. 3.2): antes de la colisién la exactitud
siempre es la menor posible debido a la disposiciéon del blanco y el proyectil, bastante
distinta a la forma final del sistema, como detallaremos mas adelante. Luego de la
colision, a medida que se separan los fragmentos, los algoritmos empiezan a distinguir
las particulas por su velocidad en z v, y la curva de exactitud crece rapidamente hasta
que se estabiliza en los valores maximos, una vez que los dos clusters se separan. Si la
curva experimenta un corte abrupto en su evolucién o un comportamiento irregular
es muy probable que se deba a un sobreajuste del predictor.

Se espera encontrar algin (o algunos) entrenamientos cuyo desempeno sea correc-
to en todos los casos evaluados dentro de cada extensién, es decir, que sea capaz
de clasificar “correctamente” (sujeto a un pequeno error) la configuracién final de
cada caso antes de finalizar la simulacion. De esta manera, se logra generalizar el
aprendizaje y consecuentemente se logra ahorrar tiempo de simulacién.

La organizacion de las secciones que siguen se detalla a continuacién. Primero, se
realizaron pruebas preliminares y generales para controlar el comportamiento de los
algoritmos, para corroborar que clasifican conforme se espera de ellos. Seguidamente,
se explord el espacio de parametros de las simulaciones de tamano pequeno con los en-
trenamientos detallados en la Fig. 4.1 (extensién local) y luego se extendieron algunos
de estos entrenamientos a simulaciones de tamanos mayores (extension distante). Se
presenta también el tiempo real que demora la implementacién del sistema de AA ar-
mado: el entrenamiento de los algoritmos y la lectura de cada archivo de salida de los
casos evaluados, la cual incluye las predicciones y evaluaciones de los entrenamientos

utilizados. También se realiza un andlisis del desempeno del algoritmo OCSVM y se
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dedica una seccién a la estimacién de tiempo de finalizacién de simulaciéon mediante

extrapolacion de los datos.

4.2 Pruebas preliminares

Se realizé una primera prueba de control con las simulaciones de entrenamiento,
que consistio en entrenar los tres algoritmos en cada caso de tamano pequeno y eva-
luarlo consigo mismo. En esta prueba, la evolucion de los tres algoritmos es correcta,
como muestra la Fig.4.2. El eje en x esta ajustado mediante una escala logaritmica,
puesto que, como la cantidad de pasos de simulacion varia dependiendo de los valores
de los pardmetros vy y ¢, una escala lineal no permite distinguir correctamente la

forma de la evolucién temporal, en particular en el caso de las velocidades mayores.
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Figura 4.2.:

Pasos [log;o]

Desempeno de las métricas exactitud, sensibilidad y precisién en funcién

del nimero de pasos temporales para cada caso de tamano pequenio entrenado y testeado
consigo mismo. Las columnas representan las vy y las filas, los ¢.
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Como puede observarse, los tres algoritmos poseen un comportamiento en funciéon
del paso temporal semejante para las tres métricas. En los primeros pasos tempo-
rales, los algoritmos tienen poca precisién (valores clasificados como cluster 1 que
verdaderamente perteneceran al cluster 1), mientras que la sensibilidad (particulas
clasificadas correctamente como cluster 1) permanece casi uniforme en todos los pa-
sos. Este fenomeno puede entenderse observando la proporciéon de particulas que el
algoritmo clasifica como VP (verdaderos positivos), VN (verdaderos negativos), FP
(falsos positivos) y FN (falsos negativos), definidos en la Seccién 3.4.5), como muestra

la Fig.4.3.

Valores de MC para SVM Evolucién temporal de SVM
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Figura 4.3.: Se muestran los valores de la MC (Matriz de Confusién) VP, VN, FP y
FN para cada paso temporal de la implementacién de SVM (RF y OCSVM se comportan
de manera similar) en el caso (17, 0.15). De la combinacién de estas cuatro cantidades
se calculan las métricas mostradas en los gréaficos de la derecha. Los valores de la MC se
encuentran normalizados. Notar que los pasos temporales estan en escala lineal.

De esta figura se observa que los FP y FN tienen un comportamiento inverso a
medida que aumentan los pasos temporales. En el paso cero, para SVM (y los otros
dos) mas de 0.5 de las particulas son clasificadas como que pertenecerdn al cluster 1,
cuando en realidad perteneceréan al cluster 2 (FP). Esto significa que SVM y RF han
aprendido a reconocer dos clusters: uno casi inmovil y otro con una velocidad en z v,
distinta a cero, y por ende en el paso inicial clasifican todo el blanco como cluster 1
y todo el proyectil como cluster 2. La misma clasificacion hace OCSVM, aunque su

aprendizaje es distinto al de RF' y SVM; sélo aprende a reconocer a las particulas que
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perteneceran al cluster 1, y todo lo que sea distinto a este cluster es lo que OCSVM
etiquetard como cluster 2. Es cierto que dentro del blanco estan las particulas que
pertenecen al cluster 2, y por ello todas las particulas que perteneceran al cluster
1 estén bien clasificadas (VP da cuenta de la proporcién correcta de particulas que
pertenceran al cluster 1). Sin embargo, categorizar todo el blanco como el futuro
cluster 1 implica una gran cantidad de falsos positivos, que influyen en el calculo de

la precision:
1

P>
1+ 5

(4.1)

precision =

haciendo que ésta tenga un valor bajo. A medida que aumentan los pasos temporales
y las particulas del blanco empiezan a ser arrastradas por el proyectil, adquiriendo
sus velocidades finales, la tasa de FP respecto de VP disminuye, deviniendo en un
aumento de precision.

Por otro lado, como todos los elementos del proyectil terminaran siempre en el
cluster 2, estos algoritmos no yerran en esta clasificacion y por ende el valor de
FN generalmente es nulo en todos los pasos temporales. En general, el algoritmo va
cambiando la clasificacién del cluster 2 segtin la evolucién del sistema: primero, todo
el proyectil es identificado como cluster 2 debido a su velocidad inicial distinta de cero.
A medida que este impacta y transfiere momento lineal a las particulas del blanco,
el algoritmo va agregando estas particulas del blanco a la categoria de cluster 2, ya
que adquieren velocidad en z. Es un caso atipico que una particula del blanco con
velocidad en z adquirida por la colision frene y permanezca en lo que sera el cluster
1. Por lo tanto, su clasificacion como cluster 2 serd acertada y la tasa de FN sera nula
en cada paso temporal. Sin embargo pueden ocurrir casos en los cuales el valor de FN
no sea exactamente cero en todos los pasos. Si sucede que la particula disminuye tal
velocidad adquirida por el impacto hasta valores cercanos a cero y por ende resulta
pertenecer al cluster 1, entonces en algin paso sera mal clasificada como cluster 2 y
la tasa de FN del predictor no serd nula, pero si muy cercana a cero (las particulas
que experimenten tal fenémeno no seran muchas debido a la poca probabilidad de

esta situacion en colisiones de baja velocidad como las trabajadas).
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Otra razén por la cual los FN no serian nulos es el caso de un sobreajuste por
parte del predictor del algoritmo, el cual puede clasificar mal en los pasos finales sobre
el cluster 1, en donde particulas etiquetadas previamente como cluster 1 en forma
correcta sean catalogadas como parte del cluster 2 (disminuyen los VP), haciendo
que la tasa de FN aumente un poco (particulas mal etiquetadas como cluster 2),
como se vera mas adelante. Sin embargo, normalmente se tiene un valor casi nulo de
FN y esto, en el calculo de la métrica sensibilidad, implica siempre valores altos de la
misma:

sensibilidad = (4.2)

EN -
VP

Este comportamiento de los valores de la MC se repetira en todos los casos de

evolucién correcta de las métricas al evaluar los algoritmos.

Se realiz6 otra prueba general para observar la habilidad de aprendizaje de los
algoritmos al entrenarlos con todas las configuraciones finales de las 15 simulaciones
de entrenamiento, y luego evaluando cada algoritmo en cada uno de los 15 casos de
tamano pequeno. El conjunto de entrenamiento & que se les da a los algoritmos se

encuentra esquematizado en la Fig. 4.4:
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Figura 4.4.: Se muestra la variable predictora v, en funcién del ID de las particulas para
el conjunto de entrenamiento S: todas las particulas de las configuraciones finales en el
ultimo paso temporal de todos los casos de entrenamiento, coloreadas por pertenencia a
cluster. Cada agrupacién horizontal, en azul, corresponde al cluster 2 de cada caso, con las
velocidades en z mostradas en la Fig. 3.5.
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Como se puede observar en la Fig. 4.4, existe una superposicién de clasificaciones
de cluster 1 y cluster 2 en el conjunto de entrenamiento. En el intervalo 0%v, —
0.015% hay una gran cantidad de particulas cuyas velocidades en z para un caso
pertenecen al cluster 1, mientras que para otro caso, las mismas particulas pertenecen
al cluster 2. A pesar de que la separacion entre centroides de clusters para cada caso
individual esta bien delimitada, al yuxtaponer casos distintos, esta separacién no es
lo suficientemente diferente como para evitar superponer las clasificaciones. A esta
franja del entrenamiento se la denomina franja de superposicion. Los elementos de
este entrenamiento S no son separables linealmente y por lo tanto, SVM se entrend
con un nucleo radial.

En general, las métricas de desempeno de los tres algoritmos evolucionaron de
forma correcta de forma similar a la Fig. 4.2, exceptuando algunos comportamientos
anémalos en la exactitud de SVM y RF, como el mostrado en la Fig. 4.5. Los casos
en los cuales ocurri6 este tipo de comportamiento fueron los tres casos (0.1, @), y

(0.252,0.25) y (0.252, 0.35).
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Figura 4.5.: Ejemplo de evolucién anémala de la exactitud en SVM, para el caso (0.1,
0.15) (der.), con sus respectivos valores de la Matriz de Confusién MC normalizados (izq.).
Notar que los pasos temporales estan en escala lineal.

Tanto SVM como RF' tuvieron problemas del tipo mostrado en la Fig. 4.5 para la
velocidad vg = —0.17*. A pesar de no describir una curva suave en pasos intermedios

de simulacién, ambos algoritmos logran tener la exactitud méxima en los pasos finales.
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De los valores matriciales se observa que existe un grupo de pasos (aproximada-
mente entre los 1.5e+07 y 2.5e+07) en los cuales la tasa de particulas mal clasificadas
como que pertenecerdn al cluster 1 (FP) aumenta abruptamente, para luego decaer
rapidamente a valores casi nulos. En este mismo intervalo, la tasa de particulas correc-
tamente clasificadas como futuro cluster 2 (VN) tiene el comportamiento contrario,
primero decae y luego aumenta hasta su valor final. El primer fenémeno impacta en
el valor de la precisién, haciendo que se comporte de la forma mostrada en el grafico
de la derecha de la Fig. 4.5, mientras que el valor anémalo de los VN impacta en la

curva de la exactitud, al ser su ecuacion

VP + VN
Exactitud = . 4.3
e VP Y VN + FP+ FN (43)
Este comportamiento se debe a que para vp = —0.1", la cota maxima de velo-

cidad en z V' que pueden alcanzar las particulas del cluster 2 dadas por la Ec. 3.1
es menor en médulo a 0.015% (Fig. 3.5) y estdn dentro de la franja de superposi-
ci6n del entrenamiento (Fig. 4.4). Las particulas del cluster 2 dentro de este intervalo
corresponden a una minoria si se compara con la cantidad de particulas que perte-
necen al resto de los cluster 2. Debido al gran rango de velocidades finales en z que
puede adquirir este cluster segiin el entrenamiento S, el truco de ntcleo utilizado
por SVM para separar lo datos no logra generalizar correctamente sus predicciones
a velocidades finales de cluster 2 mayores a v; = —0.015", puesto que los casos de
velocidades vy mayores tienen més ejemplares en este cluster, produciendo un sesgo
que influye en la clasificacion. En el caso de RF, la mala clasificaciéon se debe a que
el predictor tendra opiniones finales con el mismo peso para clasificar una particula
del intervalo de superposicion como cluster 1 o 2. A pesar de la mala clasificacién
en los pasos intermedios, como los predictores alcanzan el valor de exactitud méxi-
mo, podria tomarse el resultado como un buen desempeno, aunque si se interpreta el
comportamiento anémalo como producto de un sobreajuste del predictor en ciertos

pasos, no seria este el escenario 6ptimo buscado.
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OCSVM, en cambio, simplemente reconoce todos los puntos que pertenecen al
cluster 1, y como posee todos los ejemplos posibles en su conjunto de entrenamiento,
reconoce (casi) todos los puntos, resultando en un desempeno correcto en todos los
casos. La exactitud para OCSVM, sin embargo, nunca llega a 1, a diferencia de las de
SVM y RF, puesto que OCSVM clasifica en todos los casos como que perteneceran
al cluster 1 a las pocas particulas superpuestas del cluster 2 que caigan en la regién

de la superposicion de clasificaciones.

Evolucion temporal de OCSVM
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Figura 4.6.: Evolucion de las métricas para los cuatro casos extremos de OCSVM. En las
columnas se muestran dos vg y en las filas, dos valores de ¢. La evolucion del resto de los

casos es semejante.

Notar que en el caso (17, 0.15) tiene una pequena disminucién en la métrica de la
sensibilidad, debido a un aumento en los valores de particulas mal clasificadas como
cluster 2 (FN). Este aumento se compensa con una disminucién en la clasificacién
correcta de particulas que pertenecerdn al cluster 1 (VP). Esto es indicio de un pe-
queno sobreajuste por parte de la funciéon predictora de OCSVM, pero su influencia

sobre la exactitud es casi imperceptible.
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Conclusion de pruebas preliminares

Ninguna de las dos pruebas realizadas en este seccion, a pesar de tener casos con
evolucion correcta de las métricas, es util para mejorar el tiempo de simulacion. En
las dos, es necesario tener las 15 simulaciones de entrenamiento completas hasta el
final, para poder etiquetar y entrenar con el ultimo paso de cada una. Debido a esto,
el porcentaje de ganancia en ambas es nulo. Estas pruebas preliminares simplemente
son un control de desempeno: se observo el comportamiento de las métricas de cada
algoritmo, el cual concuerda con las caracteristicas de los algoritmos entrenados.

Debido al desempeno no tan satisfactorio de SVM y RF cuando se los entrend
con S, los resultados apoyan la eleccién de OCSVM como el algoritmo mas adecuado
para esta tarea de clasificacion, debido a su evolucién correcta de exactitud ain a

pesar de poseer un conjunto de entrenamiento linealmente no separable.

4.3 Extension local

Esta seccion comprende pruebas con distintos conjuntos de entrenamiento S,
donde todos los datos etiquetados se toman de los archivos de salida correspondientes
a los pasos de finalizacién de las simulaciones de entrenamiento. Llamaremos T;, ., al
T, que aparece en la férmula 3.10; para todas las pruebas de extensién local su valor
es de T;,., = 15d 23H 19M (dias, horas, minutos). El tiempo ahorrado debido a las

eq

predicciones de los algoritmos en cada prueba es respecto a este tiempo 75, ., .

4.3.1 Pruebas por ¢

Se realizaron tres pruebas con entrenamientos formados por las configuraciones
finales de las simulaciones de entrenamiento agrupadas por ¢ en todas las velocidades
vy v testeando en cada caso, es decir, se tienen tres conjuntos de entrenamiento
distintos: Sy—0.15, Sp—0.25 ¥ Sp—o0.35 (Fig. 4.1). En la Fig. 4.7 se esquematizan los

tres entrenamientos utilizados en esta seccién, es decir, los elementos del dominio
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(todas las particulas constituyentes del dltimo paso de las simulaciones de tamano
pequeno, agrupadas por ¢) etiquetados segin pertenezcan al cluster 1 o 2 luego de la
colisién (color rojo o azul, respectivamente). Por las caracteristicas de las particulas
correspondientes a cada cluster y por los resultados mostrados en la seccién anterior,
se estima a priori que debido a la superposicion en los casos de factor de llenado ¢ =
0.15 y 0.25, no parecen ser estos los méas adecuados para entrenar a los algoritmos
SVM y RF. Para SVM se utilizé6 nuevamente un nicleo radial en el entrenamiento

de estos dos valores de ¢, debido a que los datos no son separables linealmente.
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Figura 4.7.: Se muestra la variable predictora v en funcién de el ID de las particulas para
los tres conjuntos de entrenamiento Sg—g.15, Sp—0.25 ¥ S¢—0.35. Cada uno de los 5 grupos
horizontales distinguibles de particulas (en azul) representa las velocidades finales en z de
las particulas del cluster 2 para cada vg, (Fig. 3.5).

Para Sy—o.25, la franja de superposicion es menos densa, y la velocidad final en z de
las particulas en donde hay mds superposicion es alrededor de los —0.01%, mientras
que para Sy—o.15, la franja de superposicién es mds ancha y la velocidad final en z

donde hay mas superposicion es cerca de los —0.027.
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Resultados de S;—.15

Tal como se predijo al observar los entrenamientos, la evolucién temporal de las
métricas de SVM y RF no fue correcta en cuatro casos, esquematizados en la Fig.
4.8. La exactitud nunca llega a 1, y los casos donde esto sucede son los de mayor

¢ y menor vy, que son justamente aquellos en la zona de superposicion de datos en

Sp—0.15-
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Figura 4.8.: Valores de la MC en funcién de los pasos temporales (izq.) para casos de
evoluciones no correctas de RF' (der.). Los graficos estan divididos por vg (columnas) y ¢
(filas). Notar que los pasos temporales estdn en escala logaritmica.

La Fig. 4.8 muestra que para los cuatro casos (0.25%, 0.25), (0.1, 0.25), (0.25™,
0.35), (0.1, 0.35), RF inicia en los primeros pasos la clasificacion de forma correc-
ta, con la exactitud y la precisién aumentando paulatinamente, repitiendo el patron
mostrado en la Fig. 4.3. Sin embargo, al llegar a un cierto paso, el predictor de RF
comienza abruptamente a clasificar todas las particulas del sistema como que pertene-
ceran al cluster 1, y por lo tanto la tasa de VN (particulas correctamente clasificadas
como futuro cluster 2) también decaen drasticamente. Esto implica que tanto la exac-
titud como la precision disminuyen sus valores hasta casi cero. La sensibilidad, sin
embargo, sigue teniendo un valor maximo debido a que siempre se clasifican bien las

particulas del cluster 1.
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Si se toma como ejemplo el caso (0.25%, 0.25), se observa que se produce este
decaimiento de la exactitud cuando las particulas del proyectil, luego de impactar
totalmente en el blanco, desaceleran hasta una velocidad de aproximadamente —0.027*
(cayendo dentro de la regién de superposicién de etiquetas mostrada por la Fig. 4.7),
y las particulas del blanco que comienzan a ser arrastradas por él también adquieren
esta velocidad (Fig. 4.9). Es evidente que el clasificador de RF toma las particulas que
poseen su v, dentro de la zona de superposicion del entrenamiento como pertenecientes
al cluster 1. Para los cuatro casos de la Fig. 4.8 el decaimiento en la exactitud se
produce en esta etapa de la colision; cuando el proyectil y las particulas que seran

arrastradas por él adquieren sus velocidades finales en z.

Paso0:7010000 Paso: 19500000

Velocidad en z
3e-4] .02

Figura 4.9.: Ilustracién del paso (7010000) en el cual se produce la mala clasificacién de
RF con el entrenamiento Sg—o.15 en el caso (0.25, 0.25). El proyectil y las particulas que
éste arrastra en la colisién (futuro cluster 2) adquieren una velocidad de aproximadamente
—0.02"2 (color naranja), que se mantiene luego de la separacion de los clusters. Se muestra
una rodaja de 1le — 05m de espesor paralela al eje z de la colisién.

Notar que el algoritmo clasifica bien los casos de ¢ = 0.15, lo cual indica que
aprendio correctamente a clasificar los casos de provistos como entrenamiento.

Los casos problematicos de SVM fueron parecidos a los de RF' y de la misma for-
ma. Por otro lado, OCSVM tuvo un desempeno correcto para los 15 casos, es decir,
mediante el entrenamiento de los cinco casos con ¢ = 0.15 se puede predecir el desen-
lace de las otras diez simulaciones. Nuevamente se produce un pequeno sobreajuste
en los tltimos pasos de los casos (0.75%, 0.15), (1, 0.15) y (0.5™, 0.25), manifestado

en la curvatura hacia abajo en la evolucion de la exactitud producto del aumento de
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la tasa de FN, impidiendo que el predictor alcance el 99 % de exactitud en este caso.
Sin embargo, en los tres casos el predictor alcanza un 97 % de exactitud antes de

decaer, por lo cual se considera en general un buen desempenio de OCSVM.

Evolucion temporal de OCSVM
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Figura 4.10.: Evolucién de las métricas en funcién de los pasos temporales para cuatro
casos extremos de OCSVM entrenado con Sg—q.15. La evolucién del resto de los casos es
semejante. Los casos se encuentran graficados por vj (columnas) y ¢ (filas).

El ahorro temporal y el porcentaje de ganancia obtenidos de la utilizacion de
OCSVM se encuentran especificados en la tabla 4.1, donde se observan los valores de
tiempo especificados en la Secc. 3.5. Los valores faltantes del 99 % indican el hecho

de que OCSVM no alcanzé este valor en todos los casos debido al sobreajuste del que

se ha hablado anteriormente.

T, T. % Ex. T Ty =T | Gy

Mpeq

90% | 6d 1H 49M | 9d 22H 30M | 62.2%
15d 23H 19M | 4d 8H 45M | 95% | 6d 5H 13M | 9d 18H 6M | 61.1%
99 % - - -

Tabla 4.1: Tabla de costos y ahorros temporales de las predicciones de OCSVM entre-
nado con Sy—g.15. Te: tiempo real de entrenamiento de las simulaciones participantes en
S¢—=0.15, %0 Ex.: porcentaje de exactitud, T: tiempo empleado en predecir el desenlace de las

15 simulaciones, T}, ., —T: tiempo real ahorrado de simulacién, Gy: porcentaje de ganancia.
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Resultados de S;—.25

Para este conjunto de entrenamiento, los algoritmos OCSVM y SVM tuvieron
buen desempeno (Fig. 4.11), con un comportamiento de la sensibilidad y de precisién
semejante al de las pruebas preliminares. Comparando los entrenamientos Sg—o.15 y
Sp=0.25 (Fig. 4.7), el tltimo tiene menos datos superpuestos y por ello SVM puede

linealizarlos mediante una transformacién de manera maés eficiente.
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Figura 4.11.: Evolucién de las métricas en funcién de los pasos temporales de los casos
extremos para SVM y OCSVM. Los casos se grafican por v (columnas) y ¢ (filas).

RF sin embargo, falla para los casos (0.1%, 0.15) y (0.1, 0.35), como se muestra
en la Fig. 4.12. Notar que el algoritmo falla en menos casos que cuando fue entrenado
con Sy—o.15, y N0 son exactamente los mismos. Que RF' haya sido capaz de clasificar
bien los casos de ¢ = 0.25 implica que hubo un buen aprendizaje de los casos que se

le dieron como entrenamiento.
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Evolucion temporal de RF

-0.1

O

S0

x

€0

1x10’
Pasos [logo]

Métrica © Exactitud *< Precision = Sensibilidad

Figura 4.12.: Valores de la MC en funcién de los pasos temporales (izq.) para casos de
evoluciones no correctas de RF' (der.). Los graficos estan divididos por v (columnas) y ¢
(filas). Notar que los pasos temporales estdn en escala logaritmica.

A diferencia de RF, SVM y OCSVM han logrado un desempeno correcto en las 15

simulaciones evaluadas, lo cual implica que han logrado generalizar sus predicciones

a todo el conjunto de simulaciones, no sélo a las de su entrenamiento. El tiempo de

ganancia de simulaciéon G; logrado por SVM y OCSVM se resume en la siguiente

tabla:
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Npeq T. % Ex. | Algoritmo T Tppoy =T G,

SVM 7d 21H 13M | 8d 2H 5M | 50.6 %
OCSVM | 7d 20H 19M | 8d 3H 12M | 50.9 %

SVM 8d 1H 32M | 7d 21H 46M | 49.5%
OCSVM | 8 1H 27M | 7d 21H 51M | 49.5%

SVM 8d 9H 59M | 7d 13H 20M | 47.3%
OCSVM - - -

90 %

15d 23H 19M | 6d 1H 18M | 95%

99 %

Tabla 4.2: Tabla de costos y ahorros temporales de SVM y OCSVM entrenado con Sy—g.25.
Te: tiempo real de entrenamiento de las simulaciones participantes en Sg—¢.25, % Ex.: por-
centaje de exactitud, T: tiempo empleado en predecir el desenlace de las 15 simulaciones,
T, . —T: tiempo real ahorrado de simulacién, GG;: porcentaje de ganancia.

Npeq
Cabe destacar que SVM llega a una exactitud del 99 % en todos los casos, mientras

que OCSVM en los casos (0.57%, 0.15), (0.757%, 0.15) y (17, 0.15) sdlo alcanza un

97 % de exactitud antes de decaer debido a un pequeiio sobreajuste.

Resultados de S;— .35

Con este entrenamiento los tres algoritmos se desempenan correctamente en los 15
casos. Los resultados de algunos casos representativos de dos algoritmos se muestran

en la Fig. 4.13, pues el resto son muy similares.
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Figura 4.13.: Evolucién de las métricas de los casos extremos para SVM y OCSVM. RF
es muy parecido a SVM. Los casos se grafican por vj (columnas) y ¢ (filas).

El caso (17, 0.15) presenta una pequeiia disminucién hacia el final de la sensibili-

dad, mas pronunciada para OCSVM que para RF y SVM. Si observamos los valores
de la Matriz de Confusion MC de este caso para SVM y OCSVM (Fig. 4.14) hay

una disminucién de VP mas marcada en OCSVM, lo cual implica un crecimiento en

las particulas mal clasificadas como que perteneceran al cluster 2 (FN). Sin embargo,

el decrecimiento de los VP se compensa con el crecimiento de VN y la exactitud no

fluctia por este pequeno sobreajuste.
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Comparacién de los valores de la MC de SVM y OCSVM en funcién de

los pasos temporales (izq.) para el caso (17, 0.15). Notar que los pasos temporales estdn

en escala logaritmica.
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Como los tres algoritmos logran desempenarse bien en los 15 casos evaluados,
es decir, logran generalizar las etiquetas del entrenamiento a otros casos de forma
correcta, se logra un porcentaje de ganancia (G; para todos los casos, detallados en la

siguiente tabla:

Topeq T, % Ex. | Algoritmo T Trpey =T Gy
SVM 7d 19H 10M | 8d 4H 8M | 51.2%
90 % RF 7d 19H 10M | 8d 4H 8M | 51.2%
OCSVM | 7d 19H 20M | 8d 3H 59M | 51.1%
SVM 8d OH 4M | 7d 23H 14M | 49.9%
15d 23H 19M | 5d 13H 156M | 95% RF 8d OH 9M 7d 23H OM | 49.9%
OCSVM | 8d 1H 24M | 7d 21H 54M | 49.5%

SVM - - -

99 % RF - - -

OCSVM - - -

Tabla 4.3: Tabla de costos y ahorros temporales de SVM, RF y OCSVM entrenado con
S¢=0.35- Te: tiempo real de entrenamiento de las simulaciones participantes en Sy—g 35, % Ex.:
porcentaje de exactitud, T: tiempo empleado en predecir el desenlace de las 15 simulaciones,

Th,.,—T: tiempo real ahorrado de simulacién, G;: porcentaje de ganancia.

Ninguno de los algoritmos logra alcanzar una exactitud del 99 % para todos los
casos evaluados, debido a un sobreajuste del predictor. OCSVM sélo alcanzan entre
el 96 % y 97 % en todos los casos de ¢ = 0.15, y en el caso (0.75%, 0.25), en cambio,
SVM y RF alcanzan el 98 % de exactitud en el caso (0.75%, 0.15).

Conclusiones de pruebas por ¢

En la Fig. 4.15 se muestran los porcentajes de ganancias temporales G} especifi-

cados en las tablas 4.1, 4.2 y 4.3 de los tres entrenamientos Sg—¢.15, Sp=0.25 ¥ S¢=0.35-
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Porcentaje de ganancia: pruebas por @
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Figura 4.15.: Porcentaje de ganancia G; para los tres entrenamientos por ¢.

Solo SVM llega al 99 % de exactitud para todos los casos con el entrenamiento
Ss=0.25, y cabe destacar que no hay mucha diferencia de porcentaje de ganancia entre
exactitudes para ningin entrenamiento, por lo tanto se recomienda que el analista
ejecute las simulaciones hasta al menos el 95% de exactitud: las predicciones seréan
més precisas (més confiables), y no mas costosas en términos de tiempo. Ademsés, en
las pruebas en las cuales RF o SVM logran un buen desempeno, en general tienen més
casos evaluados que llegan al 99 % de exactitud que OCSVM. Notamos que el ahorro
mayor para los valores de exactitud sugeridos lo tiene OCSVM con el entrenamiento
de Sy—0.15, de al rededor del 60 %. El resto de las ganancias rondan el 50 %.

Los tres algoritmos pueden generalizar el aprendizaje al resto de los datos con el
conjunto de entrenamiento cuyos datos etiquetados estan mejor delimitados: Sg—.35.
La desventaja de este entrenamiento es que sus simulaciones son las que mas tiempo

real demoran en obtenerse porque son los casos que mas particulas tienen.

4.3.2 Pruebas por v,

Se prepararon cinco conjuntos de entrenamiento, correspondientes a las configu-
raciones finales de cada una de las simulaciones de entrenamiento agrupadas por

velocidad inicial de proyectil vy (Fig. 4.1): Syy=0.1, Svp=0.25; Svp=0.5s Sve=0.75 Y Svo=1-
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Cada uno de estos entrenamientos contiene los tres casos de ¢ correspondientes a
cada vy, y se evalué sobre cada uno de los 15 casos de tamano pequeno. La forma
de los conjuntos de entrenamiento se muestra en la Fig. 4.16. Los datos de los cinco
entrenamientos son linealmente separables y por ende se entrené SVM con nicleo

lineal.
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Figura 4.16.: Se muestra la variable predictora v, en funcién de el ID de las particulas para
los cinco conjuntos de entrenamiento Syy=0.1, Svy=0.25, Svy=0.5, Svy=0.75 ¥ Syy=1 coloreadas
por pertenencia a cluster. Los tres grupos horizontales de particulas azules distinguibles en
cada entrenamiento reflejan las velocidades finales en z del cluster 2 para los tres factores
de llenado, siendo ¢ = 0.15 la franja inferior, ¢ = 0.25 la del medio y ¢ = 0.35 la superior
(Fig. 3.5).

Como muestra la Fig. 4.16, para los cinco casos se distinguen tres agrupaciones
de clusters, correspondientes a los casos de (vg, 0.15), (vg, 0.25), (vg, 0.35). Esta

diferencia de velocidades finales en z de los tres ¢ es debido a la cota que poseen en

sus velocidades V, calculadas mediante la Ec. 3.1: V = mbﬁ% ~ o (Fig. 3.5). En cada
entrenamiento, vg no cambia, pero si lo hace la cantidad de particulas que arrastra el
proyectil. Como hay ma&s particulas en el mismo volumen para ¢ = 0.35, el proyectil
experimentarda una fuerza de frenado efectiva, por conservacién de momento lineal,
mucho mayor que los otros ¢, y por lo tanto el cluster 2 adquirira una magnitud de
v, final menor a los clusters 2 de los casos (v, 0.15) vy (vg, 0.25). Notar que para

velocidades menores, las separacién (es decir, la diferencia de velocidad) entre los

cluster 1 y 2 es cada vez menor.
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Ninguno de estos entrenamientos tiene problemas de superposicion de etiquetas de
clusters distintos, pero si un problema relacionado con la separacién entre centroides
de cada cluster. No se puede esperar que el conjunto de entrenamiento S,,—; caracte-
rice bien los casos que corresponden a (vo = 0.1, ¢), puesto que la configuracién en
el ultimo paso en estos casos tienen los centroides de los clusters demasiado cercanos
en comparacion con los del conjunto de entrenamiento. Adicionalmente, los valores
de la velocidad en z del cluster 2 estan en el mismo intervalo que los valores de v,
que corresponden al cluster 1 para S,,—;. Asi, no se espera una evolucién correcta
para ninguno de los casos que entrenen configuraciones finales de clusters demasia-
do separados sobre casos cuyas configuraciones finales tengan centroides demasiado

cercanos.

Resultados de S,

La exactitud en los 15 casos para los tres algoritmos evoluciona de manera correcta.
Se estima que el buen comportamiento de esta métrica se debe a que el conjunto de
entrenamiento S,,—o.1 (Fig. 4.16) tiene sus centroides muy cercanos y bien delimitados.
Ningin caso tendra en su configuracién final particulas pertenecientes al cluster 2
con magnitud v, menor que las del cluster 2 del entrenamiento (Fig. 3.5), y por
ende los algoritmos reconocen bien este grupo en el resto de los casos con vy #
0.17. A continuacién se muestran cuatro casos representativos de la evolucién de los

algoritmos.
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Evolucion temporal de SVM Evolucion temporal de OCSVM
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Figura 4.17.: Evolucién de las métricas de los cuatro casos extremos para SVM y OCSVM.
RF tiene un desempeno muy parecido a SVM. Los casos se grafican por vj (columnas) y ¢
(filas).

En la Fig. 4.17 se observa que para OCSVM y SVM (y RF, el cual se comporta
de manera semejante a SVM) el caso (1", 0.15) tiene un decaimiento en la sensi-
bilidad. Esto se habia observado anteriormente en las pruebas por ¢, es a causa de
una disminucién en la tasa de VP respecto de FN, mas marcada en las predicciones
de OCSVM. Nuevamente, este pequeno sobreajuste no influye marcadamente en la
evolucion de la exactitud.

Como los tres algoritmos logran generalizar las etiquetas del entrenamiento por
vo = 0.17 a otros casos de forma correcta, se detalla en la siguiente tabla los valores

de las ganancias temporales Gy:
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Th,eq T, % Ex. | Algoritmo T Topey =T Gy
SVM 10d 5H 53M | 5d 17H 25M | 35.8%
90 % RF 10d 5H 53M | 5d 17H 25M | 35.8%
OCSVM | 10d 6H 27M | 5d 16H 51M | 35.7%
SVM 10d 9H 22M | 5d 13H 56M | 34.9%
15d 23H 19M | 8d 18H ™™ 95 % RF 10d 9H 22M | 5d 13H 56M | 34.9%
OCSVM | 10d 9H 57M | 5d 13H 21M | 34.8%

SVM - - -

99 % RF - - -

OCSVM - - -

Tabla 4.4: Tabla de costos y ahorros temporales de SVM, RF y OCSVM entrenados con
Spo=0.1- T¢: tiempo real de entrenamiento de las simulaciones participantes en S,,—o.1, % Ex.:
porcentaje de exactitud, T: tiempo empleado en predecir el desenlace de las 15 simulaciones,

Th,e,—T: tiempo real ahorrado de simulacién, Gy: porcentaje de ganancia.

Los casos para los cuales OCSVM no alcanza el 99 % de exactitud son todos los
de (vo, 0.15), y (1%, 0.25) y (0.75%, 0.25) (alcanzan entre el 96 %-97 %). RF y SVM

logran hasta un 98 % de exactitud en el caso (1", 0.15).

Resultados de S,,-¢.25

Para el entrenamiento S,,—0.25 €l desempeno de SVM y RF sélo fue correcto para
los casos de vp > 0.257. Tal como se estimo, con este conjunto de entrenamiento, los
casos de velocidad vy = —0.17% tuvieron problemas en sus predicciones, lo cual era
esperable, puesto que el conjunto de entrenamiento tiene la distancia entre centroides
de clusters mds alejados que los de la iltima configuracién de la velocidad vp = —0.1%
y al predictor le cuesta reconocer el cluster 2 de estos casos. Esta hipétesis la confirma
el hecho de que OCSVM clasifique correctamente todas las simulaciones de evaluacion,

puesto que s6lo necesita reconocer el cluster 1, el cual esta bien delimitado (Fig. 4.16).
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Valores de MC para RF Evolucion temporal de RF

-0.1
1.00- 1.00

0.75+ 0.75+

0.50+ 0.50+

S

I P 00
% 0.00+ o o | 0.00+
S 1.00 1.00
£ 0.75- £ 075
Qo o o
% 0.50- o GE.) 0.50 b
kel — 0 OO
® 0.25- D 0.25 @)
e} o O 000 &
= s s ¥R R oo mm—
Sooote o o 0.00- | |
O 1.004 1.00 - ]

0.75- 0.75+

1 o

0.50 °, @ 0.50
.
0.25- 5 0.25-
. o o ® @)
0.004 © o o o s csresnmmmmmm————— | | 0.00+ *
1x107
Pasos [log1o] Pasos [logqo]
ValoresMC ® FN ® FP ® VN @ VP Métrica @ Exactitud X Precisién == Sensibilidad

Figura 4.18.: Valores de la MC en funcién de los pasos temporales (izq.) para casos de
evoluciones no correctas de RF (der.). SVM tiene problemas con los mismos casos, con
caracteristicas similares

. Los gréficos estan divididos por vy (columnas) y ¢ (filas). Notar que los pasos

temporales estan en escala logaritmica.

Se dejé a propésito el caso de (0.1, 0.15), puesto que se esperaba que el algoritmo
falle también en él, pero no fue asi. Esto se debe a que la velocidad v, que tiene el
cluster 2 de este caso es muy cercano al del entrenamiento usado aqui (Fig. 4.16,
Seccién 3.5), y por ende los algoritmos lo clasifican sin problemas. Se observa que en
ningun caso de mal desempeno la sensibilidad deja de ser 1, puesto que los algoritmos
siguen etiquetando como cluster 1 a todas las particulas del blanco. La precisién,
sin embargo, es casi nula, al igual que la exactitud, debido al cambio abrupto en la
evolucién de los valores de FP y VN. Este cambio sucede cuando el proyectil decrece
su velocidad inicial al impactar con el blanco, como se explicé en la seccién Resultados
de 5¢>=o.15-

El tnico algoritmo que realiza un ahorro temporal al generalizar bien en todos los

casos es OCSVM, y se detalla en la siguiente tabla:
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T, % Ex. T T,

Tpeq

-T Gy

Tpeq

90 % | 5d 23H 44M | 9d 23H 34M | 62.5%
15d 23H 19M | 3d 20H 14M | 95% 6d 5H 10M | 9d 18H 8M | 61.1%
99 % - - -

Tabla 4.5: Tabla de costos y ahorros temporales de OCSVM entrenado con Sy —g.25. T¢:
tiempo real de entrenamiento de las simulaciones participantes en Sy,—0.25, % Ex.: porcentaje
de exactitud, T: tiempo empleado en predecir el desenlace de las 15 simulaciones, T, T:
tiempo real ahorrado de simulacion, Gy: porcentaje de ganancia.

peq

Nuevamente OCSVM logra hasta solamente un 96 %-97 % de exactitud en los

cinco casos (v, 0.15), y (0.75%, 0.25) debido al sobreajuste que se produce.

Resultados de S,,—¢ 5

En esta prueba fallan casi todos los casos con vy menor a 0.5%; ni SVM ni RF
pueden distinguir bien el cluster 2 de estos casos con el entrenamiento S,,—o5 (Fig.
4.19). Nuevamente se repite la abrupta disminucién de la exactitud y de la precisién
cuando el proyectil y las futuras particulas del cluster 2 pertenecientes al blanco
adquieren sus velocidades finales en z, pues para estas vy tan bajas, la velocidad en z
disminuye tanto que cae en la zona del entrenamiento en donde el predictor asocia a
las particulas con el cluster 1. Todos los casos con malas clasificaciones de la Fig. 4.19
tienen v} finales de cluster 2 mayores a —0.023™, mientras que el caso (0.25%, 0.15)
tiene una velocidad final de cluster 2 de —0.029"* y por eso el algoritmo lo clasifica

correctamente (ver Fig. 3.5).
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Valores de MC para RF Evolucidn temporal de RF
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Figura 4.19.: Valores de la MC en funcién de los pasos temporales (izq.) para casos de
evoluciones no correctas de RF' (der.). Los graficos estdan divididos por vg (columnas) y ¢
(filas). Notar que los pasos temporales estan en escala logaritmica.

OCSVM, en cambio, nuevamente tiene un buen desempeno en las 15 simulaciones
evaluadas, con una evoluciéon semejante a las de pruebas anteriores. El algoritmo
logra generalizar el entrenamiento para predecir el desenlace de todas las colisiones

tratadas, y el ahorro temporal y porcentaje de ganancia se especifica a continuacion:

T,

Tpeq

T, % Ex. T T,

Mpeq

-T Gt

90% | 3d 22H 30M | 12d OH 49M | 75.3%
15d 23H 19M | 1d 9H 19M | 95% 4d 5H 17M | 11d 18H 2M | 73.6 %
99 % - - -

Tabla 4.6: Tabla de costos y ahorros temporales de OCSVM entrenado con Sy,—o.5. T¢:
tiempo real de entrenamiento de las simulaciones participantes en Sy,—0.5, % Ex.: porcentaje
de exactitud, T: tiempo empleado en predecir el desenlace de las 15 simulaciones, T, T:
tiempo real ahorrado de simulacién, G¢: porcentaje de ganancia.

peq

A diferencia de las pruebas anteriores en donde alrededor de la mitad de los casos

no alcanzaban el 99 % de exactitud, para este entrenamiento solamente no lo logran
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los casos (0.5%, 0.15) (0.75%, 0.15) y (17, 0.15), los cuales alcanzan hasta un 97 %

de exactitud.

Resultados de §,,—0.75

Para este entrenamiento, siguiendo el patrén de comportamiento de los resulta-
dos anteriores, se esperaria que SVM y RF no puedan dar cuenta de los casos de
vp = —0.5%, pero no fue asi. Si se observa este conjunto de entrenamiento en la
Fig. 4.16, el intervalo de v, de las particulas del cluster 1 es el mismo que el del
entrenamiento S,,—5, aunque hay mds densidad de particulas. Debido a esto, los
algoritmos clasifican los mismos casos de forma incorrecta. Ademas, como muestra la
Fig. 4.20, Sy,—o.75 posee otro caso mal clasificado, (0.25%, 0.15), lo cual no sucedié
para el entrenamiento S,,—o 5. Esto puede deberse a que la separacion de los clusters
en el entrenamiento S,,—0.75 es mucho mayor que el de S,,—o5 v el predictor de SVM

y RF entrenado con S,,—.75 asocia el cluster 2 con el cluster 1 porque la lejania con

el cluster 2 es excesiva.
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Evolucién temporal de RF
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Figura 4.20.: Evolucién de las métricas del predictor de RF en funcién de pasos tem-
porales para los 15 casos evaluados de la extensién local. Los casos estdn graficados por
las 09 (columnas) y los ¢ (filas). La evolucién de los 15 casos evaluados usando SVM son

semejantes.

Nuevamente OCSVM clasifica bien todos los casos, generalizando su predictor

mas alld de los casos con los cuales entrend. Se muestran el ahorro y la ganancia

temporal para OCSVM en la siguiente tabla:

T, T, % Ex. T Ty =T | Gy

Mpeq

90% | 3d 17H 33M | 12d 5H 45M | 76.6 %

15d 23H 19M | 1d 2H 33M 95% | 3d 23H 15M | 12d OH 3M | 75.1%
99 % - - -

Tabla 4.7: Tabla de costos y ahorros temporales de OCSVM entrenado con Sy,—o.75. T¢:
tiempo real de entrenamiento de las simulaciones participantes en Sy,—0.75, % Ex.: porcentaje
de exactitud, T: tiempo empleado en predecir el desenlace de las 15 simulaciones, T5,,.,—T:
tiempo real ahorrado de simulacién, Gy: porcentaje de ganancia.
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Los casos en los cuales OCSVM no llega al 99 % de exactitud son (0.5%, 0.15),

(0.75%, 0.15) y (1%, 0.15), nuevamente alcanzando solamente un 97 % de exactitud.

Resultados de §,,-;

Por la forma del entrenamiento S,,—; y el comportamiento que se tuvo en las
otras pruebas por vy, se esperaba que los algoritmos entrenados con él tuviesen el
peor desempeno, puesto que sus centroides estan muy separados y sus elementos en
ambos clusters no estan claramente delimitados, por lo que tampoco puede distinguir
muy bien el cluster 1 (Fig. 4.16). Como se muestra en la Fig. 4.21, la evolucién de las
métricas de RF (y de SVM, pues son similares) es incorrecta para mas de la mitad
de los casos. Las velocidades finales en z del cluster 2 de los casos mal clasificados
son menores en médulo a 0.0497. Ya el caso (0.5%, 0.15) posee una velocidad en z

final del cluster 2 de magnitud 0.064", y el algoritmo logra reconocerlo como cluster

2 (Fig. 3.5).
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Evolucién temporal de RF
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Figura 4.21.: Evolucién de las métricas del predictor de RF' en funciéon de pasos tem-
porales para los 15 casos evaluados de la extensién local. Los casos estdn graficados por
las 09 (columnas) y los ¢ (filas). La evolucién de los 15 casos evaluados usando SVM son
semejantes.

A pesar del mal desempeno de RF 'y SVM, OCSVM se desempena bien nueva-
mente en los 15 casos. No solamente esto, también esta es la tinica prueba en la cual
todas las predicciones alcanzan el 99 % de exactitud. Esto es bastante curioso, pues
se esperaria que, como el algoritmo aprende solamente los puntos del cluster 1, todos
los puntos del resto de los casos cuyos cluster 2 caigan en el mismo intervalo de v, del
cluster 1 de S,y—1 (Fig. 4.16), sean mal clasificados, especialmente los casos (0.1, ¢).
Sin embargo, la concentracion de particulas en el cluster 1 del entrenamiento S,,—;
que estan en la zona de superposicion con la velocidad final promedio de los cluster
2 de los casos (0.1%, ¢), es en realidad bastante menos densa de lo que parece en
la figura. Para visualizar esto, en la figura 4.22 se muestra el cluster 1 del entrena-
miento S,,—; junto a las velocidades finales de los tres cluster 2 correspondientes a

los casos (0.1, ¢). Puede apreciarse en la figura que las particulas del cluster 1 que
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se superponen a las del cluster 2 son relativamente pocas, y por ende la clasificacién

de OCSVM alcanza el 99 % de exactitud.
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Figura 4.22.: Se muestra la superposicién de las particulas clasificadas como cluster 1 en
el entrenamiento Sy,—1 y aquellas clasificadas como cluster 2 en los tres casos (0.1, ¢).

Se muestra el porcentaje de ganancia de OCSVM en la tabla 4.8:

T,

Tpeq

T. % Ex. T T

Mpeq

_T G,

90% | 3d 13H 15M | 12d 10H 3M | 77.8%
15d 23H 19M | 21H 3M | 95% 3d 19H 1M | 12d 4H 18M | 76.3%
99 % 4d 8H 55M | 11d 14H 23M | 72.6 %

Tabla 4.8: Tabla de costos y ahorros temporales de OCSVM entrenado con Syy—1. T¢:
tiempo real de entrenamiento de las simulaciones participantes en S, =1, % Ex.: porcentaje
de exactitud, T: tiempo empleado en predecir el desenlace de las 15 simulaciones, T, T:
tiempo real ahorrado de simulacién, Gy: porcentaje de ganancia.

peq

Notar que esta es la prueba que méas porcentaje de ganancia tiene, y esto es debido
a que las simulaciones con velocidad vy = 1= son las que menos tiempo demoran en

simularse hasta el final.
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Conclusiones para pruebas por v,

El entrenamiento que permitié un buen desempeno de los tres algoritmos en los 15
casos fue el de §,,—01. Sin embargo, comparando todos los tiempos de entrenamiento
T, para cada una de las cinco pruebas por vy, este es el que mas demora en simularse,
y por lo tanto el que menos porcentaje de ganancia presenta. Si observamos los resul-
tados de ganancia temporal al utilizar OCSVM, este va en aumento para la misma
exactitud cuanto mayor sea el vy del entrenamiento, como se muestra en la Fig. 4.23.
No es inesperado que el mayor porcentaje de ahorro temporal de simulaciéon lo tenga
el entrenamiento S,,—1, pues las simulaciones que se necesitan simular hasta el final
para poder conformar el entrenamiento son las que menos demoran en tiempo real, y
las simulaciones sobre las que se predice el desenlace de la colision poseen el mayor
tiempo reloj de simulado, y este entrenamiento evita tener que ejecutarlas hasta el
fin. En cambio, el menor ahorro se produce para el entrenamiento S,,—¢.1, pues el
tiempo de entrenamiento considera el tiempo reloj de simulado hasta el final de todas

las simulaciones més largas.

Porcentaje de ganancia: pruebas por vg
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Figura 4.23.: Porcentaje de ganancia temporal para los predictores de los algoritmos en-
trenados mediante entrenamientos de la forma S, —. que logran generalizar las predicciones
a toda la extensién local.

El entrenamiento que da cuenta del resto de los casos de manera satisfactoria

para los tres algoritmos es el que posee los centroides de sus clusters méas cercanos,
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Suo—01- El éxito de las predicciones de SVM y RF' con este entrenamiento se debe
a dos fenomenos: el primero es que las velocidades finales en z de los cluster 2 de
los casos no involucrados en el entrenamiento son mayores en magnitud a las de los
casos entrenados, y el segundo es que no hay superposiciones significativas de clusters
distintos de los otros casos.

Para OCSVM, como tuvo buen desempeno con todos los entrenamientos, este no

fue el de mejor resultados.

4.3.3 Pruebas combinadas

Del resultado de los entrenamientos por ¢ y v, se estima que un entrenamiento
Sy con todos los casos de vy = 0.1% y todos los casos de ¢ = 0.35 (es decir, §; =
Svo=01 U Sp—0.35), deberia lograr un buen desempeiio de los algoritmos. Se muestra

este conjunto de entrenamiento en la Fig. 4.24.

-0.051 Clust

Velocidad en z [m/s]

0 10000 20000
ID

Figura 4.24.: Se muestra la variable predictora v en funcién de el ID para el conjunto
de entrenamiento Si: particulas correspondientes a las configuraciones finales de las simu-
laciones de los entrenamientos 81 = Sy,—0.1 U Sp—0.35 coloreadas por pertenencia a cluster.
Se distinguen seis de los siete cluster 2 (grupos horizontales azules) correspondientes a las
simulaciones integrantes de este entrenamiento, pues uno estd superpuesto sobre el primer

grupo.
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Como puede observarse, los datos estan linealmente separados y los clusters estan
bien delimitados, y por ende se entrené SVM con nicleo lineal. Los resultados de la

evolucion temporal de las métricas se muestran en la Fig. 4.25.
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Figura 4.25.: Evolucién de las métricas para los algoritmos SVM y OCSVM en funcién
de los pasos temporales. Nuevamente observamos el comportamiento caracteristico de la
sensibilidad y la precisién. Los casos estdn graficados por las 0y (columnas) y los ¢ (filas).
Las métricas de RF' evolucionan de forma semejante a SVM.

El desempeno de los algoritmos y la evolucién de sus métricas es semejante a lo

observado en pruebas anteriores exitosas.
Los tres algoritmos logran generalizar mediante sus predictores las clasificaciones

del resto de los casos, y el ahorro temporal de cada algoritmo se detalla a continuacién:
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Th,eq T, % Ex. | Algoritmo T Topey =T Gy
SVM 14d 7H 30M | 1d 15H 49M | 10.4 %
90 % RF 14d 7H 30M | 1d 15H 49M | 10.4 %
0CSVM 14d 7TH 30M | 1d 15H 49M | 10.4 %
SVM 14d 13H 13M | 1d 10H 6M | 8.9%
15d 23H 19M | 11d 16H 20M | 95% RF 14d 13H 13M | 1d 10H 6M 8.9%
OCSVM | 14d 13H 53M | 1d 9H 25M | 8.7%

SVM - - ,

99 % RF - - -

OCSVM - - -

Tabla 4.9: Tabla de costos y ahorros temporales de los tres algoritmos entrenado con Sj.
T,: tiempo real de entrenamiento de las simulaciones participantes en Sy, % Ex.: porcentaje
de exactitud, T: tiempo empleado en predecir el desenlace de las 15 simulaciones, T5,,,, —T:
tiempo real ahorrado de simulacién, Gy: porcentaje de ganancia.

El tnico caso que no alcanza al 99 % de exactitud, para los tres algoritmos, es
(17, 0.15) (logra un valor de 98 %). Esto se debe a un pequefio sobreajuste en los

algoritmos, presente en todas las pruebas anteriores.

Como puede observarse, el ahorro temporal no es nada satisfactorio, de las simula-
ciones de entrenamiento los casos del entrenamiento S; son los que més tiempo tardan

en ejecutar hasta 7', por lo tanto, predecir el resto de las simulaciones mediante este

entrenamiento no es muy 6ptimo.

Se fue al extremo de intentar la interseccion entre los casos de S,,—0.1 y los casos
de Sy—o.35, es decir, solamente entrenar el caso de (0.1, 0.35). Este entrenamiento

se denominara Sy y se esquematiza en la Fig. 4.26:
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Figura 4.26.: Se muestra la variable predictora v, en funcién de el ID para el conjunto de
entrenamiento So: particulas correspondientes a las configuraciones finales de la simulacién
(0.1, 0.35) coloreadas por pertenecia a cluster.

Sorprendentemente, los tres algoritmos evolucionan de manera correcta, a pesar de
la poca densidad de particulas que se tienen en cada cluster (Fig. 4.26). Los resultados

de la evolucién temporal de las métricas se muestran en la Fig. 4.27.

Evolucion temporal de SVM Evolucion temporal de OCSVM
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Figura 4.27.: Evolucién de las métricas para los algoritmos SVM y OCSVM en funcién
de los pasos temporales. Nuevamente observamos el comportamiento caracteristico de la
sensibilidad y la precisién. Los casos estdn graficados por las vp (columnas) y los ¢ (filas).
Las métricas de RF' evolucionan de forma semejante a SVM.

Es evidente que con estos algoritmos se demorara menos tiempo en tener la confi-

guracion final de las 15 simulaciones que con el entrenamiento Sy, pues solo se necesita
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simular hasta el final el tinico caso del entrenamiento. El ahorro temporal se muestra

en la siguiente tabla:

Thpeq T, % Ex. | Algoritmo T Topey =T Gy
SVM 3d 17H 34M | 12d 5H 45M | 76.6 %
90 % RF 3d 17H 34M | 12d 5H 45M | 76.6 %
OCSVM | 3d 18H 4M | 12d 5H 14M | 76.5%
SVM 3d 20H 18M | 12d 3BHOM | 75.9%
15d 23H 19M | 2d 15H 1M | 95% RF 3d 20H 18M | 12d 3H OM | 75.9%
OCSVM | 3d21H 2M | 12d 2H 17M | 75.7%

SVM - - -

99 % RF - - -

OCSVM - - -

Tabla 4.10: Tabla de costos y ahorros temporales de los tres algoritmos entrenado con Ss.
T,: tiempo real de entrenamiento de las simulaciones participantes en Sy

, % Ex.: porcentaje de exactitud, T: tiempo empleado en predecir el desenlace de las 15

simulaciones, T, __ —T: tiempo real ahorrado de simulacién, G;: porcentaje de ganancia.

preq

El tinico caso que no llega al 99 % de exactitud para ninguno de los 3 algoritmos es
(17, 0.15), igual que con el entrenamiento S,. Esto es debido al pequefo sobreajuste
del que se ha hablado anteriormente, la curvatura que se produce en la exactitud
producto del aumento de la tasa de FN impide que el predictor supere el 98 % de

exactitud en este caso.

Conclusiones de las pruebas combinadas

Las ganancias temporales en cada una de las dos pruebas presentadas en esta
seccion son casi iguales para los tres algoritmos. Evidentemente conviene usar el

entrenamiento Sy en vez del S, pues ahorra ~ 60 % mads tiempo que este tltimo.
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Porcentaje de ganancia: pruebas combinadas
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Figura 4.28.: Porcentaje de ganancias temporales para S; y Sz. Los porcentajes son
idénticos en el caso de SVM y RF, y estos muy parecidos con OCSVM.

Ser4 casi indistinto que el analista corra las simulaciones hasta un 90 % o un 95 %
de exactitud, pero se recomienda un 95 % para tener mayor confianza en los datos

(mayor precisién).

4.4 Extension distante

El objetivo de la extension distante es encontrar un entrenamiento formado de las
configuraciones finales de alguna de las simulaciones de entrenamiento de tamano pe-
queno, v a partir de él lograr predecir el desenlace de simulaciones de tamano mediano
y grande. En total se probaron cinco entrenamientos, de los cuales cuatro se tomaron
de la extension local (Sy—0.35, Syy=0.1, S1, S2) ¥ uno no utilizado anteriormente para

poder evaluar los casos de tamano grande. Los entrenamientos se esquematizaron en

la Fig. 4.1.

4.4.1 Extensién distante: tamano mediano

Se disponen de 15 simulaciones de tamano mediano, especificadas en la Seccion
3.4.3. Las simulaciones tienen los mismos casos que las de tamano pequeno, solamente
cambia el pardmetro general tamano de proyectil/blanco (aumentando el nimero de

particulas del blanco). Se denominard 7, , (calculado mediante Ec. 3.9) al tiempo
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total real de simulacién requerido para obtener la configuracion final de las 15 simu-

laciones de tamano mediano. Se tiene que 7, _, = 32d 14H 55M, lo cual es un poco

d
mas del doble del tiempo para obtener las simulaciones pequenas.
Los entrenamientos elegidos para realizar las pruebas sobre este tamano son cua-

tro: Sy—0.35, Suy=0.1, S1, Sa.

Resultados de Sy—¢35, Syy=0.1, S1 Yy S2

Para todos los entrenamientos evaluados en las simulaciones de tamano mediano,
ni RF ni SVM tuvieron un buen desempeno. Si se sigue el comportamiento de estos
algoritmos en estas pruebas y sus desempenos sobre simulaciones de tamano mediano,
se puede inferir que la raiz del problema esta en la variable predictora v,. Estos al-
goritmos deben aprender a reconocer dos clusters: el cluster 1 siempre tendra una
v, promedio cercana a cero, pero como el cluster 2 varia segtiin los tres parametros
generales tratados a lo largo del trabajo (tamano proyectil/blanco, vy y ¢), las si-
mulaciones evaluadas que poseen un cluster 2 con v, final considerablemente mayor
al de su entrenamiento tienden a dar malos resultados. Si se observa la Fig. 4.29, se
puede comparar la diferencia entre las velocidades finales en z de los cluster 2 entre
las simulaciones de entrenamiento de tamano pequeno y las simulaciones evaluadas

de tamano mediano.
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Velocidad final de cluster 2: tamafio pequefio Velocidad final de cluster 2: tamafio mediano
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Figura 4.29.: Velocidad final en z (variable predictora) de los cluster 2 de las simulaciones
de entrenamiento (tamano pequeno) y las simulaciones evaluadas (tamano mediano.)

Tal como puede apreciarse en la Fig. 4.29, no se espera que ninguno de los en-
trenamientos logren dar cuenta de las simulaciones con vy muy pequenas, pues la
cercania de las v, de los cluster 2 para estos casos evaluados con el cluster 1 de los
entrenamientos es muy grande.

En la siguiente figura se muestra un ejemplo representativo de las falencias de
ambos algoritmos. Todas las pruebas dieron resultados similares, para los mismos

Casos.
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Figura 4.30.: Evolucién incorrecta de las métricas para RF (SVM se comporta de forma
similar). Valores de la MC en funcién de los pasos temporales (izq.) para casos de evoluciones
no correctas de RF' (der.). SVM tiene problemas con los mismos casos, con caracteristicas
similares. Los gréficos estan divididos por 4 (columnas) y ¢ (filas). Notar que los pasos
temporales estan en escala logaritmica.

Aunque el caso (0.1, 0.15) llega a tener una exactitud de mayor al 95 %, la curva
no es la sigmoidea suave que se busca. La tasa de VP va disminuyendo en valor con
el aumento del ¢ en los distintos casos mostrados en la figura debido a que a mayor
¢ menos particulas quedan en el cluster 1, por lo tanto, cuando en el primer paso del
caso (17, 0.15) el algoritmo clasifica a todas las particulas del blanco como parte del
cluster 1, acierta en mas particulas que en el paso cero de los otros dos casos.

Los casos de velocidades vg = 0.1”* no estén bien representadas por estos entrena-
mientos, tal como se dijo, los clusters finales de este tamano son muy distintos a los
del tamano pequeno como para que SVM o RF puedan clasificarlos correctamente.

OCSVM, sin embargo, vuelve a tener un buen desempeno en general, aunque
vuelve a tener una pequena tendencia en su exactitud curvada hacia abajo, producto

de un sobreajuste, que nuevamente influye en la exactitud.
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Figura 4.31.: Evolucién de las métricas para los cuatro casos extremos de OCSVM. En
las columnas se muestran dos vy y en las filas, dos valores de ¢. La evolucién del resto de
los casos es semejante.

Se muestra la ganancia de OCSVM en las siguientes tablas. Debe notarse que el
tiempo de entrenamiento 7, es el de las pruebas de tamano pequeno. Las tablas 4.11,
4.12, 4.13, 4.14 especifican los siguientes valores; T.: tiempo real de entrenamiento de
las simulaciones participantes en S,, % Ex.: porcentaje de exactitud, T: tiempo em-
pleado en predecir el desenlace de las 15 simulaciones, 7,  —T: tiempo real ahorrado

de simulacién, G;: porcentaje de ganancia.

T,

Nmed

T, % Ex. T T,

Nmed

-T Gy

90 % 9d 10H 7M | 23d 4H 48M | 71.1%
32d 14H 55M | 5d 13H 15M | 95% | 9d 19H 17M | 22d 19H 37M | 69.9 %
99 % - - -

Tabla 4.11: Ahorro temporal de OCSVM con el entrenamiento Sg—o.35.
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Tnmed -T Gt

T, T, % Ex. T
90% | 12d 14H 59M | 19d 23H 56M | 61.3%
13d OH 43M | 19d 14H 11M | 60.1%

32d 14H 55M | 8d 1I8H TM | 95%
99 % - -

Tabla 4.12: Ahorro temporal de OCSVM con el entrenamiento Sy;—o.1.

T, % Ex. T T, —T G,
90% | 15d 13H 12M | 17d 1H 43M | 52.3%

15d 22H 22M | 16d 16H 32M | 51.2%

Nmed

32d 14H 55M | 11d 16H 20M | 95%
99 % - -

Tabla 4.13: Ahorro temporal de OCSVM con el entrenamiento Sy.

T, T, % Ex. T Tow—T | G

90% | 6d 11H 53M | 26d 3H 2M | 80.1%
6d 21H 47M | 25d 17H 8M | 78.8%

32d 14H 55M | 2d 15H 1M | 95%
99 % - -

Tabla 4.14: Ahorro temporal de OCSVM con el entrenamiento Ss.

OCSVM apenas supera el 95 % de exactitud en los entrenamientos Sy—o.35, Suy=0.1
y S1 en los casos de tamafio mediano (0.75%,0.15) y (1, 0.15) debido al sobreajuste

de los predictores. Para S; también alcanza hasta este valor en estos dos casos y en

(17,0.25).

Conclusiones de pruebas sobre tamano mediano

A pesar de que los algoritmos entrenados con Sg—¢.35, Syy=0.1, S1 ¥ S2 dan cuenta

de la distribucién de los 15 casos en la extensién local, para la evaluacién sobre el
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tamano mediano RF y SVM fallan en la velocidad vy = 0.17 debido a la diferencia
de cercania entre los centroides del cluster 1 y cluster 2 en el entrenamiento y las
simulaciones evaluadas. La variacién de la velocidad final en z de los cluster 2 al cam-
biar el tamano de banco/proyectil en las simulaciones dificulta la distincién correcta
de los dos clusters para RF' y SVM.

OCSVM, tal como se esperaba, funciona correctamente exceptuando un sobre-
ajuste en el caso (1", 0.15), el mismo que se observa en la extensién local. El entre-
namiento sobre OCSVM que mas tiempo ahorra al dar cuenta de la configuracién del
resto de las simulaciones es Ss.

El porcentaje de ganancia logrado por OCSVM de estas pruebas se presenta en

la siguiente tabla:

Porcentaje de ganancia de tamafio mediano

75+
Exactitud [%]
50- W 2
W 95
2 -
0- T T
S1 Sz

S¢=035 Syp=0.1
Entrenamientos

=
o
o

ol

Porcentaje de ganancia[%)]

Figura 4.32.: Porcentaje de ganancia temporal para los entrenamientos de la forma S,
para tamano mediano logrados por OCSVM.

4.4.2 Extension distante: tamano grande

Del tamafo grande de proyectil/blanco sélo se testearon cinco casos: (0.17%, ¢ =
0.15), (0.25%, ¢ = 0.15), (0.5%, ¢ = 0.15), (0.75%, ¢ = 0.15) y (1%, ¢ = 0.15)
(ver Seccién 3.4.3), debido al extenso tiempo real que lleva ejecutar este tamano de
simulaciones. El tiempo real total que demorado en ejecutar estas cinco simulaciones
de tamano grande es T, = 14d 1H 16M. De haber corrido los 15 casos para este

tamano, este habria superado el tiempo 7,, de los otros tamanos.
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Se utilizaron dos entrenamientos, S; y uno no usado anteriormente; Ss, el cual
posee los datos etiquetados de la configuracién final del caso de tamano pequeno
(0.172,0.15). Se eligieron estos entrenamientos por la cantidad de casos en los cuales se
deseaba evaluar los predictores. Si, por ejemplo, se utilizaba S; no se habria ahorrado
tiempo significativo, pues T, es de aproximadamente 11 dias y medio, y si se le agregase
el tiempo empleado predecir cada archivo de salida de los casos de evaluacién, el
tiempo resultante seria muy cercano a T;,, ~ 14 dias y por ende, el porcentaje de

ganancia seria casi nulo.

Resultados de S; y S

Ambas pruebas dieron resultados muy similares para los tres algoritmos. RF y
SVM tienen un buen desempeinio en todos los casos menos en (0.17%, 0.15). El mal
desempeno de estos dos algoritmos en este caso es debido a que en este tamato de
simulaciones la velocidad final en z de los cluster 2 de las simulaciones evaluadas son
aln mas pequenas que los de tamano mediano, y por ende los algoritmos no pueden
distinguir este caso. Esta hipdtesis la refuerza el hecho de que OCSVM clasifica bien

todos los casos evaluados nuevamente (Fig. 4.33).
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Figura 4.33.: Evolucién para SVM y OCSVM. Las dos pruebas tienen como resultado
formas muy parecidas y la evolucién de las métricas en RF es casi idéntica a SVM.

OCSVM, a pesar de superar el 95% de exactitud en todos los casos, posee una

curvatura mds marcada de esta métrica para el caso (1%, 0.15) que para el caso

(0.75%, 0.15). En el primero, la sensibilidad disminuye hasta un valor de 89 % en el

ultimo paso debido a la disminucion de VP, por lo cual también la exactitud posee un

valor de 94 %. Para el caso (0.75%, 0.15) la sensibilidad en el 1ltimo paso es de 95 %

y la exactitud de 97 %. Los ahorros temporales de OCSVM se detalla en la siguiente

tabla:
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T. % Ex. T Ty, — T Gy

Ngr

90 % 5d 2H 12M | 8d 23H 4M | 63.8%
5d 13H 30M | 8d 11H 45M | 60.4 %

14d 1H 16M | 2d 15H 1M | 95%
99 % - -

Tabla 4.15: Ahorro temporal de los tres algoritmos con el entrenamiento Sy. Tp: tiempo real
de entrenamiento de las simulaciones participantes en So, % Ex.: porcentaje de exactitud,
T: tiempo empleado en predecir el desenlace de las 15 simulaciones, T;,,, —T: tiempo real

ahorrado de simulacion, Gy: porcentaje de ganancia.

Los casos de tamano grande evaluados con el entrenamiento S, en los cuales

OCSVM no se alcanzé en 99 % de exactitud fueron (0.75%,0.15) y (1, 0.15).

T, T, % Ex. T T,—-T Gy

Ngr

90 % 5d OH 32M | 9d OH 44M | 64.3%
8d 13H 25M | 60.9%

14d 1H 16M | 2d 13H 21M | 95% | 5d 11H 50M
99 % - -

Tabla 4.16: Ahorro temporal de los tres algoritmos con el entrenamiento Ss. T¢: tiempo real
de entrenamiento de las simulaciones participantes en Sz, % Ex.: porcentaje de exactitud,
T: tiempo empleado en predecir el desenlace de las 15 simulaciones, T;,,,—T: tiempo real

ahorrado de simulacion, Gy: porcentaje de ganancia.

El tnico caso de tamano grande evaluado con este entrenamiento en el cual

OCSVM no alcanzé en 99 % de exactitud fue (17, 0.15).

Conclusiones para pruebas sobre tamano grande

Estas pruebas muestran como OCSVM funcionaria correctamente atin en este

tamano de simulaciones, aunque se necesita encontrar una manera de corregir el

sobreajuste que se produce en las velocidades mayores.

El porcentaje de ganancia temporal para OCSVM se muestra en la siguiente

figura:
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Porcentaje de ganancia de tamafio grande
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Figura 4.34.: Porcentaje de ganancia temporal para los entrenamientos de la forma S,
para tamano grande.

Los porcentajes de ganancia son muy parecidos, y esta es una de las razones por
las cuales no se prob¢ el entrenamiento S3 en la extension local.

De poseer las 15 simulaciones de tamano grande (los restantes 10 casos (v, 0.25)
y (vo, 0.35)), el tiempo ahorrado por OCSVM serfa mucho mayor que para las simu-
laciones de tamano mediano, pues el tiempo reloj que se demora en ejecutar todas

estas simulaciones grandes es de aproximadamente dos meses.

4.5 Tiempo de etiquetado y entrenamiento

Por supuesto, etiquetar los casos que son parte del entrenamiento, entrenar cada
algoritmo y evaluarlos en 100 archivos de salida de cada simulacién de evaluacion
también tiene su costo temporal. Ninguna de estas pruebas tendria sentido si se le
ofrece al analista una forma de ahorrar 12 dias de simulacién, pero aclarandole que
el etiquetado de datos y el entrenamiento de los algoritmos demora 12 dias mas en
realizarse.

Etiquetar los datos de entrenamiento con k-means no supone una adicion tempo-
ral significativa, pues cada etiquetado demora alrededor de diez segundos en imple-
mentarse en cada caso. La ventaja de todas las pruebas realizadas en las secciones
anteriores es que el tiempo de entrenamiento de cada algoritmo mediante S es en pro-

medio menor a 1 minuto, salvo algunas pocas excepciones. Por ejemplo, SVM tiene
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un tiempo de entrenamiento para el caso Sy—g.25 de 9 minutos, porque aplica el truco
de ntcleo radial (una transformacién matematica de los datos) sobre una cantidad
considerable de particulas.

En general, comparando el tiempo que demora entrenar cada algoritmo en todos
los S, el menor tiempo de entrenamiento lo posee OCSVM, puesto que sélo entrena
con los datos etiquetados como cluster 1, y ninguno de los 11 entrenamientos de este
algoritmo supera los 0.8 segundos. Realizando una comparacién de las pruebas con
evoluciones correctas para los tres algoritmos (84):0.35, Suy=0.1, S1, S2), se observa que
en promedio los algoritmos demoran mayor cantidad de tiempo entrenando mediante
S¢=0.35 y Svozo‘l-

Una vez que entrena los algoritmos, el programa “lee” cada archivo de salida, es
decir, abre el archivo, lo convierte en un formato especial para poder ser interpretado
en R, predice las categorias de las particulas (cluster 1 o 2) para cada archivo mediante
el predictor h resultante de la etapa de entrenamiento y evalia la Matriz de Confusién.
Para las simulaciones de tamano pequeno, el programa no tardé més de dos minutos en
promedio para realizar este proceso de lectura, y para los tamanos mediano y grande
no sobrepaso los dos minutos y medio. Dentro de este tiempo de lectura el tiempo de
prediccién y evaluacion es, para casi todos los algoritmos y todos los tamanos, menor
al segundo. Sélo hay una excepcién no mucho mayor de 1.5 segundos. En promedio, el
algoritmo que menos tiempo tarda en predecir y evaluar los resultados de su predictor
h es RF, seguido por OCSVM y por ultimo SVM.

En la siguiente seccién se muestra el ahorro temporal de un sistema de AA com-

pleto para el algoritmo OCSVM considerando también los tiempos aqui descritos.

4.6 Eleccion de OCSVM

El algoritmo OCSVM se desempena correctamente con todos los entrenamientos
probados. Atn si su tolerancia de error no le permite llegar al 100 % de exactitud,

siempre supera el 95 %. Si tomamos sélo este algoritmo, el entrenamiento con mayor
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ganancia temporal para la extensién local es S,,—1 (considerando sélo exactitudes del

90 % y 95 %), v el de menor ganancia es S; como muestra la Fig. 4.35.

Porcentaje de ganancia: pruebas locales
OCSVM
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Figura 4.35.: Porcentaje de ganancia temporal de los entrenamientos de OCSVM para
todas las pruebas locales.

Para el tamano mediano y grande, los porcentajes de ganancia son los mostrados
en las Fig. 4.32 y Fig.4.34. Para el tamano mediano, el mayor porcentaje de ganancia
lo posee el entrenamiento Sp y el menor nuevamente es el entrenamiento S;. Para el
tamano grande, Sz supera los porcentajes de ganancia Sy por menos de un 1 %.

Si se toma el entrenamiento S, y se realiza el analisis completo para las extensiones

local y distante, se tiene:

» Tiempo de etiquetado: 7.2 segundos (para cada caso individual).

» Tiempo de entrenamiento: 0.1 segundos (se realiza una sola vez, es el mismo
para los 35 casos).

» Tiempo de lectura: 8 horas 25 minutos (totalizado sobre los 100 archivos de
cada caso en los tres tamanos).

» Tiempo consumido T total: para un 95 % de exactitud, 16 dias 8 horas y 19
minutos para todos los tamanos.

= T}, total de las 35 simulaciones: 62 dias 15 horas y 30 minutos.
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El tiempo total demorado (T consumido + Tiempo de lectura) para obtener todas
las predicciones mediante Sy resulta de 16 dias, 16 horas y 44 minutos. Por lo tanto,
el porcentaje de ahorro temporal total es de 73.3 %.

En conclusion, el sistema de AA desarrollado para realizar esta tarea de clasifica-
cién mediante la utilizaciéon de OCSVM permite obtener el desenlace de 35 simulacio-
nes de distintos pardametros generales con tiempo de simulacion real de ~62 dias en
tan solo 16 dias. En este tiempo el analista es capaz de determinar si las simulaciones
acaban en una fragmentacién o aglomeracién con un 95 % de exactitud.

Se detalla a continuacién el ahorro total en términos de espacio ocupado por los

archivos de salida de cada simulacion:

Tamano | Espacio ocupado | @ | Espacio ahorrado | % de espacio ahorrado

0.15 6.2GB

Peq. 42GB 0.25 12GB ~ 63.7%
0.35 8.5GB
0.15 60.2GB

Med. 408GB 0.25 97.8GB ~ 49.6 %
0.35 44.2GB

Gr. 225GB 0.15 111.8GB ~ 49.7%

Tabla 4.17: Espacio de almacenamiento ahorrado por el algoritmo OCSVM mediante el
entrenamiento Ss. LOs valores completos de las simulaciones se encuentran detallados en el
Apéndice B.

4.7 Estimacién de tiempo de corte

Se menciond en el capitulo anterior cémo el analista generalmente ejecuta las si-
mulaciones una cantidad de pasos de mas porque no sabe a priori en cual paso los
fragmentos estaran separados totalmente. El programa utilizado en la Seccion 3.3.3
para etiquetar y finalizar las 15 simulaciones de entrenamiento en un cierto paso con

un criterio uniforme necesita las 15 simulaciones terminadas (los dos clusters separa-
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dos). Este programa, por lo tanto, no sirve para aplicar el criterio de corte utilizado
en el programa en simulaciones nuevas, es decir, con otros pardmetros generales.

Sin embargo, se podria sugerir al analista el paso de finalizacion de simulaciones
para nuevos vy v ¢ mediante una extrapolacion de los resultados que se poseen, como
se especifica a continuacion.

En la Fig. 4.36 se muestra el paso de corte de las simulaciones por ¢, para las
cinco vy trabajadas. De esta imagen se observa que la dependencia del paso temporal
de una cierta vy disminuye su dependencia con ¢ a medida que aumenta su médulo
y por ello se realizo un ajuste lineal con una pendiente de cero, o sea, se ajustd solo

la ordenada al origen.
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Figura 4.36.: Ultimos pasos de los 15 casos de las simulaciones de entrenamiento ajustados
mediante una recta horizontal, por ¢.

Si se quiere simular un caso con alguna vy de las que se poseen pero un nuevo ¢, por
ejemplo 0.2 6 0.3, aproximadamente se le sugiere al analista que corte la simulacion
en los pasos indicados por las rectas horizontales de la Fig. 4.36. Se ilustran dos
ejemplos de la configuracion de la simulacion en el paso sugerido al analista mediante

este ajuste.
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Vo = 0.5m/s Vo = 0.75m/s Vo = 0.5m/s Vo = 0.75m/s
paso final: 16.57M paso final: 11.44M paso final: 16.57M paso final: 11.44M
¢=0.2 ¢=0.3

Figura 4.37.: Pasos finales sugeridos al analista por ajuste mostrado en la Fig. 4.36, para
¢»=02y0.3,yv=05%y0.752.

Como puede observarse del resultado anterior, la estimacion es bastante acertada:
visualmente los clusters estan bien separados, pero no excesivamente alejados uno del
otro.

También el analista puede desear ejecutar simulaciones con nuevas velocidades,
pero con alguno de los tres ¢ de las simulaciones de entrenamiento. Se aplicé una
transformacién en la variable vy — % y se ajustaron los datos agrupados por factor

de llenado ¢ mediante una recta, obteniendo:

| 1
Focons (—) — (9764320 + 214862)—, (4.4)
Vo Vo
| 1
Foo.25 (—) — (9764320 + 214862)—, (4.5)
Vo Vo
1 1
Focoms (-) — (9764320 + 214862)—. (4.6)
Vo Vo

Se forzo a la ordenada al origen a ser nula, puesto que el ajuste debe describir una
situacién fisica realista. El resumen de estos tres ajustes se muestra en la siguiente

tabla:
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Funcién Pendiente Error Res. Estdr. | R? F
fo—015 | (8857656 £ 195979) 2172000 0.998 | 2043
fo—o25 | (9541385 £ 282809) 3134000 0.9965 | 1138
fo=035 | (9900109 £ 114298) 1266000 0.9995 | 7502

Tabla 4.18: Resumen estadistico de los ajustes de los pasos finales de las simulaciones de
entrenamiento agrupados por ¢. Se muestran los errores residuales estdndar (Error Res.
Estdr.), los coeficientes de determinaciéon R? y la estadistica F.

Las rectas ajustadas se muestran en la Fig. 4.38.
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Figura 4.38.: Pasos de finalizacién de simulacion graficados por velocidad.

A partir de estos ajustes, se puede estimar el paso de finalizacién de nuevos casos,

como por ejemplo (0.4%, 0.15), (0.65%, 0.15) y (0.85%, 0.15) mediante fy—o.15:

(0.4, 0.15) (0.65™, 0.15) (0.85™, 0.15)

fo—o15 || (22144140 £ 2172000) | (13627163 £ 2172000) | (10420772 £ 2172000)

Tabla 4.19: Estimacion de los pasos de finalizacion de nuevos casos mediante el ajuste
fo=0.15-
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Al no poseer todos los pasos temporales de las simulaciones puesto que los ar-
chivos de salida se obtienen cada 1000 pasos, se muestra a continuacién (Fig. 4.39)
la configuracién de los pasos estimados por el ajuste fy—o15 de forma aproximada al
multiplo de 1000 mas cercano. Tal como puede apreciarse, esta estimacién es bastante
acertada, ya que los clusters estdan claramente separados. Al estar estos demasiado
alejados entre si, se recomienda al analista usar las estimaciones del ajuste fy—o.15

como una cota superior para elegir el paso de finalizacién de una simulacion.

Vo = 0.4m/s Vo = 0.65m/s Vo = 0.85m/s
paso final: 22.14M paso final: 13.62M paso final: 10.42M

Figura 4.39.: Configuracion final de simulaciones con ¢ = 0.15 con paso de finalizacién
estimado mediante la Ec. 4.4, aproximado al multiplo de 1000 mas cercano.

También se realizé un ajuste lineal despreciando la dependencia del paso final de

las simulaciones con ¢. El resultado del ajuste es

1 1
f(—) = (9433050 + 160858)—, (4'7)
Vo Vo

como se muestra en la figura 4.40.
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Figura 4.40.: Ajuste lineal f(%) para la estimacién del paso de finalizacion de las
simulaciones de entrenamiento, independiente del valor de ¢.

Los valores del ajuste lineal se detallan en la siguiente tabla:

Pendiente Error Res. Estdr. R? F

(9433050 £ 160858) 3087000 0.9959 | 3439

Tabla 4.20: Resumen estadistico del ajuste de los pasos finales de las simulaciones de
entrenamiento agrupados por ¢. Se muestran el errore estdndar residual (Error Estdr. Res.),
el coeficiente de determinacién R? y la estadistica F.

A partir de los valores dados por el ajuste, se tiene que los pasos finales para
los casos ejemplificados en la figura 4.39 (0.4, 0.15), (0.657%, 0.15) y (0.857, 0.15)
son 23582625 £ 3087000, 14512385 £ 3087000 y 11097706 £ 3087000 respectivamente.
Evidentemente, los cuales son parecidos a los valores obtenidos previamente, aunque el
error residual es bastante alto. Ademas, como no se toma en cuenta la dependencia del
paso final respecto de ¢, se estima que los pasos de finalizacién para los casos (0.5,
¢) y (0.75™, ¢) resultan 18866100 4 3087000 y 12577400 + 3087000 respectivamente.

Se concluye que la independencia de ¢ para los tres ejemplos ilustrados implica

no solamente mas error residual estandar en las predicciones, sino también pasos de
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finalizacion en los cuales los clusters estarian demasiado separados como para ser esta

una estimacién 6ptima.
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5. CONCLUSIONES
5.1 Objetivos cumplidos

En este trabajo se desarrolld6 un método computacional mediante el uso de un
sistema de AA para reducir el tiempo de simulaciones de colisiones entre dos granos
porosos. Mediante este sistema se realizé una tarea de clasificacion de las particulas
constituyentes de los granos de acuerdo a su pertenencia al fragmento superior o in-
ferior resultantes de la colision. No solo se utilizaron algoritmos supervisados para la
tarea principal, también se utiliz6 el algoritmo no supervisado k-means para etique-
tar de forma correcta los datos del dominio, es decir, las N particulas del paso final
de las simulaciones de entrenamiento. El algoritmo k-means funcioné bien para los
entrenamientos utilizados (simulaciones de tamano pequenio) debido a que los clus-
ters quedaron bien delimitados en dos fragmentos, sin valores anémalos. Sin embargo,
k-means fallé en el etiquetado de las configuraciones finales de las simulaciones de ta-
mano mediano y grande para evaluar las predicciones de los algoritmos supervisados,
y tuvo que ser reemplazado por el algoritmo de Aglomeracién de Clusters; més preci-
so, pero computacional y temporalmente mas costoso si se lo implementa sin ninguna
optimizacién. Si el analista desease entrenar con conjuntos tomados de simulaciones
de estos tamanos de proyectil /blanco mediano y grande, deberd usar este algoritmo,
con la desventaja de que el tiempo de etiquetado de los conjuntos de entrenamiento
serd mayor en comparacién con k-means. Sin embargo, el tiempo de computo de eti-
quetas en si con el algoritmo de Aglomeracién dista mucho de ser irracional, y su uso
es justificado.

Se probaron tres algoritmos para la tarea de clasificacién, y ninguno presento
subajuste de los datos. En general, observando la métrica de exactitud, el mejor

desempeno en las pruebas desarrolladas lo posee OCSVM. Los algoritmos SVM y RF
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no alcanzaron a superar el 90 % de exactitud en todas las pruebas, debido en parte a
la forma en la que operan; los predictores resultantes de los entrenamientos con cen-
troides de clusters muy separados fallaban en generalizar a casos cuyos clusters finales
poseyesen velocidades promedio finales en z muy préximas. Este tipo de desempenos
resultaron en un sobreajuste de los predictores sobre los datos de evaluacion.

En los tres algoritmos hubieron sobreajustes manifestados en una pequena dis-
minuciéon de la métrica de sensibilidad en los pasos finales, pero tal sobreajuste no
influy6 en la métrica de exactitud de forma significativa. En las pruebas en las que
SVM y RF se desempenaron correctamente en todos los casos evaluados, casi siempre
el tiempo ahorrado por estos algoritmos fue mayor que el de OCSVM.

OCSVM fue el algoritmo cuyo funcionamiento bésico resulto ser el mas adecuado
para lograr la clasificacion este tipo de simulaciones. Logré desempenarse bien en
todas las pruebas realizadas, tanto para la extension local como la distante. EI iinico
problema que posee OCSVM es que sus parametros no se generalizan de manera
perfecta para los casos con velocidades altas, presentando un sobreajuste manifestado
en el decaimiento de la exactitud en los iltimos pasos de simulacién, como se menciond
anteriormente. Sin embargo, este sobreajuste no impide que la exactitud supere el
95 % en todos los casos, y por ende no se considera significativo comparado con los
sobreajustes de RF y SVM, los cuales no logran siquiera superar el 80 % de exactitud
en algunos casos de este tamarno.

Tomando en cuenta los tiempos de etiquetado, entrenamiento de algoritmo, lectura
de archivos y resultados de predicciéon, OCSVM logra predecir el desenlace de 35
simulaciones (de distintos tamanos) con un 95 % de exactitud ahorrando un 73.3 %
del tiempo que demoraria correr todas esas simulaciones hasta el final.

Con este resultado se muestra que una simulacién de tamano pequeno, velocidad
inicial de proyectil de 0.17 y factor de llenado ¢ = 0.35 es suficiente para prede-
cir el desenlace de simulaciones de otros tamanos, velocidades y factores de llenado.
Ademas, esta clasificacién no se lleva a cabo en el ultimo paso de cada simulacion,

sino en un paso mucho anterior. Esto es indicio de que no solamente la distribu-
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cién generadora de la configuracion final de un solo caso y tamano da cuenta de las
configuraciones finales de otras simulaciones con pardmetros distintos, sino también
que genera configuraciones de pasos anteriores de las mismas. Cabe destacar el es-
pacio computacional ahorrado mediante este entrenamiento de OCSVM: en total, de
675GB de espacio ocupado por los archivos de salida de todas las simulaciones, s6lo
se utilizan ~ 334.3GB, es decir, con casi el 50 % menos de informacién se puede ob-
tener el desenlace de las colisiones simuladas con un 95 % de exactitud. Ademas, esto
implica intrinsecamente un ahorro energético considerable, y es otra de las ventajas
que conlleva la practica del método propuesto.

Debido la forma del problema tratado en este Seminario y las caracteristicas de
operacion de OCSVM, era esperable este buen desempeno por parte del algoritmo.
Dado lo adecuado que resulta OCSVM para realizar la clasificacion, ;jes necesario
entonces utilizar SVM y RF? Como aclaramos en la Seccion 2.3.1, por el teorema
de NFL, no hay manera de elegir a priori un algoritmo universal para realizar co-
rrectamente ciertas tareas, se debe poseer un criterio externo al algoritmo para poder
elegirlo correctamente. En el caso tratado, OCSVM resulta el més indicado para
realizar la tarea. Sin embargo, RF' y SVM poseen una caracteristica que OCSVM
no posee, y es la posibilidad de extender su capacidad de clasificacién binaria a lo
que se denomina “clasificacion multiclase” o multi-class classification, la cual consiste
en catalogar datos en tres o mas etiquetas. Si se da un escenario en el cual nuevos
parametros de este tipo de simulaciones de colisiones devengan en mas de dos frag-
mentos, OCSVM resultaria obsoleto, pero no asi RF' y SVM, y su utilizaciéon para
clasificar este tipo de colisiones no seria incoherente.

Por ltimo, se presenté mediante ajustes lineales de datos para los pasos finales de
las simulaciones pequenas una sugerencia para el analista sobre el paso de finalizacion
de nuevas simulaciones, es decir, con valores de ¢ y vy distintos a los utilizados en las
simulaciones de entrenamiento. Los resultados de los ejemplos realizados muestran que
es un criterio de corte de finalizacién bastante acertado, lo cual indica una correlacion

entre los pasos de finalizacion de una simulacién y sus parametros generales.
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5.2 Propuestas futuras

La ventaja de los sistemas de AA es la gran cantidad de variables y pardametros
que pueden modificarse para mejorar los resultados. Ademas, cada parte del sistema

ofrece nuevos caminos de exploracién. Como trabajo futuro se propone:

= Se podria explorar qué tan factible es predecir el desenlace de colisiones dentro
de un mismo tamano de simulacién y caso, pero variando las condiciones ini-
ciales del sistema (rotar los granos, armar varias muestras con disposiciones de
particulas al azar, etc.)

= Se deberian analizar los quince casos de tamano grande, esto no se pudo realizar
porque no se disponia de las simulaciones.

= En definitiva, entrenar un algoritmo con un cierto S y luego utilizarlo para pre-
decir sobre otro conjunto de datos diferente es la base de Transfer Learning o
aprendizaje transferido. Este método busca encontrar similitudes entre distribu-
ciones generadoras de datos. Para que el trabajo aqui realizado sea considerado
aprendizaje transferido, se debe encontrar una manera de escalar los pardmetros
de los entrenamientos, adecuandolos a cada uno de los casos y tamanos proba-
dos. De esta forma, un mismo entrenamiento cambia sus parametros segin las
caracteristicas de los datos sobre los que deba predecir, de forma automatica.
En este trabajo se fijaron los parametros al entrenar los algoritmos y se tes-
teaban los mismos sobre todos los casos. Esta rigidez puede ser la causante del
sobreajuste de los datos.

= Se podrian mejorar los programas realizados de tal manera que clasifiquen si la
colisiéon deviene en una fragmentacion o aglomeracién de manera automatica.
Esto no se realizé debido a que el criterio de cantidad de particulas en cada
fragmento para catalogar la colisiéon como una u otra es ambiguo y subjetivo al
analista.

= Para disminuir ain mas el tiempo de simulacién, se propone investigar reducir

la cantidad de particulas sobre las que se trabajan en cada simulacion mediante
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un muestreo, evaluando por ejemplo, la exactitud de los algoritmos entrenados
con solamente un 10 %, 20 %, 30 %, etc., de los datos constituyentes de las
simulaciones de entrenamiento.

Para evitar las superposiciones en los entrenamientos con los cuales RF'y SVM
tienen un mal desempeno, se puede normalizar la variable v, mediante vy de
cada caso. De esta forma se obtienen entrenamientos linealmente separados, y el
desempeno de los algoritmos mejora considerablemente. Se probé esto en un caso
conflictivo, pero se encontré que OCSVM tiene un mal desempeno producto de
un sobreajuste, y se necesita mas tiempo de investigacién para comprender la

causa.
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A. ESPECIFICACIONES DE HARDWARE Y SOFTWARE

En este Apéndice se detallan los equipos y los programas utilizados para todo el
analisis computacional del presente trabajo.

Se describirdn:

» Ejecucién de Simulaciones: Andlisis de equipos y programas para llevar a

cabo las simulaciones utilizadas.

» Herramientas de visualizacién: Utilizadas para representar las particulas de

simulaciones, las colisiones y las caracteristicas de los sistemas tratados.

= Programas de andlisis estadistico e implementacién de AA: Programas
utilizados para armar el sistema de AA planteado y para el posterior andlisis de

desempeno de los algoritmos.

A.1 Ejecucién de Simulaciones

La siguiente lista detalla las especificaciones de hardware y software para obtener
las simulaciones trabajadas. Para armar los programas con la especificacién de los
parametros generales de las colisiones, las condiciones iniciales, las interacciones fisicas
entre particulas, etc. se utilizé el software LAMMPS de MD en GPU [15,42].

Los equipos utilizados para ejecutar estos programas se detallan a continuacion:

= Estacion de trabajo FX-8350 con: AMD FX-8350 con 8 niucleos a 4 GHz con 32
GB de memoria RAM DDR3. Con una NVIDIA GeForce GTX Titan X (arqui-
tectura Maxwell GM200) con 12 GB de memoria. Sistema operativo Slackware
Linux 14.2 de 64 bits con el kernel 4.4.14, OpenMPI 1.8.4, GCC 5.3.0, versién
de lenguaje R 3.5.1 y Cuda 6.5 con el controlador NVIDIA 375.66.
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= Estacion de trabajo FX-8350 con: las mismas especificaciones que la estacién de
trabajo anterior pero con una NVIDIA GeForce GTX Titan Xp (arquitectura
Pascal GP102) con 12 GB de memoria.

s Cluster Toko en la Universidad Nacional de Cuyo:

e un nodo con cuatro CPU AMD Opteron 6376, con 16 nicleos de CPU en
2.3GHz (cada uno, 64 nicleos en total), 128 GB de RAM y Gigabit Ethernet.

e un nodo con dos CPU AMD EPYC 7281, con 16 ntcleos de CPU a 2,1 GHz
(cada uno, 32 nicleos en total), 128 GB de RAM y Gigabit Ethernet.

e ambos nodos con Slackware Linux 14.1 64 bit con el kernel 4.4.14, OpenMPI
1.8.8, GCC 4.8.2 y Cuda 6.5 con el controlador NVIDIA 396.26.

Como referencia, las simulaciones en GPU se ejecutan ~ 3.6 veces mas rapido que
en un nucleo de CPU y ~ 1.6 veces més rapido que 8 nicleos de CPU (NVIDIA Titan
Xp en comparacién con una CPU AMD EPYC 7281).

A.2 Herramientas de visualizacién

Para realizar las representaciones visuales de las particulas colisionantes (como
por ejemplo, Figs. 3.6, 3.7, 3.8)) se utilizé la herramienta de visualizaciéon OVITO
(Stukowski 2009) [43).

Para los graficos de variables (Figs. 4.3, 4.5, 4.9, 4.4 etc.) se utilizé el paquete
ggplot2 de R.

Por ultimo, para los esquemas y figuras en general (Figs. 2.2, 3.12, 3.10, etc.) se

utilizé el programa de dibujo de cédigo abierto Inkscape.

A.3 Programas de analisis estadistico e implementacién de AA

Para llevar a cabo los anélisis estadisticos y para desarrollar los programas de pro-
cesamiento de datos para implementar los algoritmos de AA; se utilizé principalmente

el lenguaje R. Los principales paquetes de R utilizados fueron:
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dplyr y plyr para la manipulacion de datos.

caret, e1071 para los algoritmos supervisados de AA.

factoextra, parallelDist y fastcluster para los algoritmos no supervisados.

» purrr para programacién funcional de listas, a través de la funcién map().

tictoc para medir facilmente el tiempo de célculo de las secciones del cédigo R.

RColorBrewer para modificar la parte estética de los graficos.

Para realizar los andlisis y desarrollar los programas de cada prueba presentada
en el trabajo se utilizé principalmente una notebook con un procesador Intel Core
i7-7500U de 2.70GHz con 4 niticleos y 8 GB de memoria RAM, con sistema operativo
Kubuntu 17.10 de 64 bits con el kernel 4.13.0. Para ejecuciéon de pruebas compu-
tacionalmente costosas se utilizé una de las estaciones FX-8350 y un nodo del cluster

Toko, especificados anteriormente.
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B. TAMANO DE LAS SIMULACIONES Y ARCHIVOS DE
SALIDA

Tanto para entrenar como para evaluar el desempeno de los algoritmos, se utili-
zaron un total de 35 simulaciones: 15 de tamano pequeno, 15 de tamano mediano y
5 de tamano grande. Cada simulacién individual posee cierta cantidad de archivos de
salida con un cierto tamano.

Para las simulaciones de tamano proyectil/blanco pequeno (entre 11200 y 26206
particulas), el tamano de cada archivo de salida comprimido (gzip) esté entre aproxi-
madamente 400K B-1000K B (factor de llenado de 0.15-0.35). El nimero de archivos
de salida generados varia entre las diferentes configuraciones simuladas. Las simula-
ciones con velocidades mayores (por ejemplo 17) ejecutaron menos pasos totales que
las simulaciones con velocidades menores (0.1"*) pues necesitaron mas pasos totales
para producir la divisién esperada entre fragmentos. El tamano total de cada simula-
cion comprimida varfa de aproximadamente 1GB (factor de llenado 0.15 para 17) a
8.5G B (factor de llenado 0.35 para 0.1%) con un total de 42G'B de datos comprimidos
considerando las 15 simulaciones de este tamano.

Sin embargo, no se utilizo el volumen de datos detallados anteriormente, solamente
un subconjunto de 100 archivos de salida de cada caso. En total, las 15 simulaciones de
este tamano utilizadas ocupan un espacio comprimido de aproximadamente 1.1GB.

Para las simulaciones de tamafo proyectil/blanco mediano (entre 31087 y 72353
particulas), el tamano de cada archivo de salida es de aproximadamente 800K B-
3MB (factor de llenado de 0.15-0.35). La cantidad de pasos en cada caso también
varia segin lo explicado en el parrafo anterior. El tamano total comprimido de las
15 simulaciones con la submuestra de 100 archivos de salida en cada uno, ocupa un

espacio total de 3.1GB.
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Finalmente, en las 5 simulaciones de tamano de proyectil/blanco grande (entre
51888 y 120894 particulas), el tamano de cada archivo de salida es de aproximada-
mente 1.4M B-2.5M B (factor de llenado de 0.15-0.35). El tamafo total comprimido
de las 5 simulaciones de este tamarto, con la submuestra de 100 archivos de salida en

cada uno, ocupa un espacio total de 1.1GB.
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C. DETERMINACION DE LA VARIABLE PREDICTORA
EN LOS ALGORITMOS SUPERVISADOS

Se mencioné en la seccién 3.3.2 que la velocidad en z de las particulas del sistema
colisionante del tipo tratado resulta la mas indicada como variable predictora. Las
pruebas aqui analizadas y todo el desarrollo presentado se realizdé con los algoritmos
de aprendizaje supervisado entrenados con esta variable predictora.

La eleccién de esta variable no es trivial, requiere una exploracién de los datos
obtenidos de los archivos de salida de cada simulacion para hallar la que mejor re-
presente la estructura fragmentada final de las colisiones. También cabe destacar que
no necesariamente la variable predictora es tnica, pueden ser varias o alguna com-
binacién matemética de ellas. Para la determinacién de tal variable (o variables),
principalmente se utilizo las herramientas ofrecidas por la herramienta de visualiza-
cién OVITO.

Lo primero a observar son las caracteristicas generales principales de las colisiones

simuladas:

1. El parametro de impacto: Estas colisiones son centrales, el proyectil se mueve
con una velocidad vy vertical hacia abajo, hacia el centro de masa del blanco.
Una vez que atraviesa el blanco, el proyectil y las particulas arrastradas por él

continiian una trayectoria vertical hacia abajo.

2. La velocidad inicial del sistema: El proyectil es el que posee vy, el blanco

siempre estd inicialmente en reposo.

3. El desenlace de las simulaciones: Las simulaciones trabajadas poseen la
misma configuracién final; solo dos fragmentos resultantes, donde el fragmento
que queda arriba sera etiquetado como cluster 1 y el que es arrastrado hacia

abajo sera el cluster 2.
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4. El comportamiento general: Ninguna particula del proyectil serd parte del

cluster 1, solamente lo seran algunas del blanco.

5. La velocidad final promedio de los fragmentos: Siempre el cluster 1 tendra
una velocidad promedio final cercana a cero, y el cluster 2 tendrd una velocidad

considerablemente distinta al cluster 1.

Se poseen en total 11 variables en cada archivo de salida que determinan la confi-
guracion del sistema: id (nimero de identificacién de la particula, fijo para todos los
pasos temporales), el tipo de particula (1 6 2 dependiendo si en el paso temporal 0
la particula es parte del blanco o el proyectil), las posiciones en x, y, z, las veloci-
dades en x, y, z y las velocidades angulares en x, y, z. Las variables id y tipo
de particula fueron descartadas como variables predictoras por razones obvias. Se
necesita al menos una variable predictora capaz de reconocer los fragmentos finales (o
la mayoria de la particulas que pertenecerdn a ellos) no solamente en el tiempo final
de la colisién, sino también en un tiempo anterior. Se comenzé probando las variables

de forma individual, como se muestra en la Fig. C.1.

Posicién Velocidad Velocidad angular
Wy w, w,

2.1e-7 N 0.0001 3e-4 W I -0.14 250 - N ©

Figura C.1.: Se muestran las particulas colisionantes en dos pasos temporales distintos,
coloreados por posicién (x, y, z), velocidad (v, vy, v.) y velocidad angular (wg, wy, ws).

De la Fig. C.1 se observa que las tinicas variables que dividen las particulas (o la

mayoria de ellas) en los dos clusters finales son la velocidad en z, la velocidad angular
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en x y la posicién en z. La velocidad angular fue descartada como predictora por la
gran variacién de sus valores dentro de cada cluster en cada paso temporal.

Se ejecutaron algunas pruebas con la velocidad en z y la posicién en z como
variables predictoras. Los resultados de desempeno fueron del tipo mostrado en la
Fig. C.2, donde los algoritmos no alcanzan siquiera el 90 % de exactitud, para el

entrenamiento Sy—o.35.

Evolucion temporal: entrenamiento con v, y z
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Pasos temporales

Métrica SVM RF OCSVM

Figura C.2.: Evolucién de la métrica exactitud en los tres algoritmos supervisados eva-
luados, entrenados con el entrenamiento Sg—g 35 con variables predictoras v, y z, evaluados
en el caso (17, 0.15).

Como la posicion en z resulto ser la variable que introdujo mas error a la clasifi-
cacion (Fig. C.1), se limité a utilizar la variable de velocidad en z como predictora.

Se probd ademés de la velocidad en z, combinaciones de variables sugeridas por
la bibliograffa, como por ejemplo la velocidad lateral v; [25], la cual es la componente

perpendicular a la velocidad de impacto:

v = [V + vl (C.1)

Los resultados de usar esta combinacién fueron iguales a los de entrenar a los

algoritmos solo con v, pues como muestra la figura C.1, v, y v, varfan muy poco a lo
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largo de la colisién y la velocidad lateral es casi nula. Sin embargo, se descarté esta
combinacion de variables predictoras pues utilizar més variables en el entrenamiento

implica mayor tiempo de cémputo.
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D. ESPECIFICACION DE HIPERPARAMETROS
UTILIZADOS

Se especifica a continuacion los hiperparametros utilizados para cada algoritmo

(RF, SVM y OCSVM) en los 11 entrenamientos.

» Entrenamientos S,

Entrenamientos

Algoritmo | Hiperparametro | Sy—o.15 Sp=025 | Sp=x

RF miry 2 2 2

C 1 0.5 1

SVM

o 12395.1 | 6232.365 -

v 0.01 0.01 0.01
oOCSVM

¥ 0.001 0.001 0.001

Tabla D.1: Se muestran los hiperparametros con mejor exactitud resultantes de la valida-
cién cruzada de la grilla provista a los algoritmos para los entrenamientos por ¢. Los valores
de o de SVM son sélo para los casos en los cuales se entrena con el niicleo radial.
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Entrenamientos

Algoritmo | Hiperparametro | S,—o.1 | Svy=0.25 | Swo=05 | Svo=0.75 | Spo=1

RF miry 2 2 2 2 2

C 1 1 1 1 1

SVM

O' - - - - -

v 0.01 0.01 0.01 0.01 0.01
OCSVM

¥ 0.001 0.001 0.001 0.001 | 0.001

Tabla D.2: Se muestran los hiperpardmetros con mejor exactitud resultantes de la vali-
dacién cruzada de la grilla provista a los algoritmos para los entrenamientos por vg. Los
valores de o de SVM son sélo para los casos en los cuales se entrena con el ntcleo radial.

» Entrenamientos combinados S,

Entrenamientos
Algoritmo | Hiperparametro | S; So S3
RF mitry 2 2 2
C 1 1 1
SVM
0' - - -
v 0.01 | 0.01 | 0.01
OCSVM
~ 0.001 | 0.001 | 0.001

Tabla D.3: Se muestran los hiperparametros con mejor exactitud resultantes de la valida-
cién cruzada de la grilla provista a los algoritmos para los entrenamientos combinados. Los
valores de o de SVM son sélo para los casos en los cuales se entrena con el ntcleo radial.

Los programas completos utilizados en el Seminario se encuentran en https:

//github.com/RimDan/script_colisiones.



